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MODELAGEM E OTIMIZACAO DE SISTEMAS DINAMICOS BIOLOGICOS
DERIVADOS DE MODELOS BOOLEANOS: Estudo de estratégias de computacao
evolucionista para a identifica¢do de parametros em sistemas derivados de modelos booleanos

com cinéticas variadas

Lucas da Cruz Rezende
José Eduardo Henriques da Silva

Samuel da Costa Alves Basilio

RESUMO

Redes de Regulacdo Génica (GRNs) modelam as interacdes moleculares que controlam a
expressdo génica, podendo ser representadas de forma discreta, por modelos Booleanos, ou
continua, por equacdes diferenciais ordindrias (EDOs). A conversdo de modelos Booleanos
em continuos permite obter uma descri¢cdo quantitativa da dindmica gé€nica, mas gera um
modelo simbdlico cujos coeficientes numéricos precisam ser determinados. Este trabalho
analisa estratégias para essa conversdo explorando trés cinéticas, Hill, Michaelis-Menten e
Goldbeter-Koshland, e propde a otimizacdo dos coeficientes por meio de Estratégia Evolutiva
(EE) e Evolugao Diferencial (ED). As abordagens foram validadas em dois problemas de
referéncia: GRNS5, um modelo de ritmo circadiano com cinco genes, ¢ ABCD, uma rede
de quatro genes com dindmica amortecida. Os resultados indicam que a cinética de Hill
produziu os melhores ajustes nos dois problemas, por incorporar o expoente de cooperatividade
necessdrio para representar transi¢des abruptas entre estados. A Michaelis-Menten revelou-se
estruturalmente inadequada para as dindmicas avaliadas, convergindo para patamares de erro
elevados independentemente do algoritmo. Quanto aos otimizadores, a ED superou a EE em
qualidade de ajuste e estabilidade entre execugdes: no ABCD com cinética de Hill, a ED atingiu
erro minimo de 6,76 com desvio padrao nulo, enquanto a EE registrou mediana de 25,62. A
combinacao ED com cinética de Hill destacou-se como a mais eficaz, reunindo menor erro,

maior consisténcia e custo computacional intermedidrio.

Palavras-chave: Redes de Regulacdo Génica. Conversao de Modelos. Computagdo Evolucionista.



MODELING AND OPTIMIZATION OF BIOLOGICAL DYNAMIC SYSTEMS
DERIVED FROM BOOLEAN MODELS: A Study of Evolutionary Computation Strategies

for Parameter Identification in Systems Derived from Boolean Models with Varied Kinetics

Lucas da Cruz Rezende
José Eduardo Henriques da Silva

Samuel da Costa Alves Basilio

ABSTRACT

Gene Regulatory Networks (GRNs) model the molecular interactions that control gene expression,
and can be represented either discretely, through Boolean models, or continuously, through
ordinary differential equations (ODEs). Converting Boolean models into continuous ones enables
a quantitative description of gene dynamics, but yields a symbolic model whose numerical
coefficients must still be determined. This work analyzes strategies for this conversion by
exploring three kinetic formulations, Hill, Michaelis-Menten and Goldbeter-Koshland, and
proposes the optimization of the coefficients using Evolutionary Strategy (ES) and Differential
Evolution (DE). The approaches were validated on two benchmark problems: GRNS, a simplified
circadian thythm model with five genes, and ABCD, a four-gene network with damped oscillatory
dynamics. Results indicate that Hill kinetics produced the best fits on both problems, as it
incorporates the cooperativity exponent needed to capture sharp transitions between states.
Michaelis-Menten proved structurally inadequate for the dynamics evaluated, consistently
converging to high error levels regardless of the algorithm used. Regarding the optimizers,
DE outperformed ES in both fit quality and stability across independent runs: on the ABCD
problem with Hill kinetics, DE achieved a minimum error of 6.76 with zero standard deviation,
while ES recorded a median of 25.62. The combination of DE with Hill kinetics stood out as the
most effective, delivering the lowest error, greatest consistency and intermediate computational

cost.

Keywords: Gene Regulatory Networks; Model Conversion; Evolutionary Computation.
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1  INTRODUCAO

Entender como os genes se regulam e regulam uns aos outros ¢ um dos grandes desafios
da biologia moderna (JACKSON et al., 2020). Por tras de processos fundamentais como o
desenvolvimento de organismos, a resposta a estimulos externos e a origem de doencas complexas
(MCCALL, 2013), encontra-se uma intrincada rede de interacdes moleculares conhecida como
Rede de Regulacdo Génica (GRN). Nessa rede, genes, proteinas e outras moléculas se comunicam
dentro da célula, influenciando quais genes sao ativados ou inibidos em diferentes momentos e

contextos (SILVA, 2024).

Na tentativa de compreender e prever o comportamento dessas redes, diversos modelos
computacionais vém sendo propostos, sendo eles divididos em trés classes: modelos l6gicos,
modelos continuos e modelos de nivel de molécula tinica(KARLEBACH; SHAMIR, 2008). Este
trabalho concentra-se nas duas primeiras classes, detalhadas nas secOes seguintes. Entre eles, os
modelos Booleanos ganharam destaque por sua simplicidade conceitual: cada gene € tratado
como uma varidvel bindria, representando uma ativag¢do (1) ou inibicao (0), e as interacdes entre
eles podem ser interpretadas como portas 16gicas tais como AND, OR, e NOT, proporcionando

uma representagdo qualitativa eficiente de sistemas biolégicos complexos (SILVA et al., 2020).

Para enriquecer modelos Booleanos com dindmica continua, pesquisadores propuseram
metodologias de conversdo desses modelos em sistemas de Equacoes Diferenciais Ordindrias
Equacao Diferencial Ordindria (EDO)s, viabilizando uma representacdo quantitativa compativel
com a estrutura logica original Wittmann et al. (2009). Contudo, essa conversdo gera um modelo
simbdlico cujos coeficientes numéricos precisam ser determinados por métodos apropriados

(STLVA, 2024).

Embora os parametros cinéticos permane¢am constantes ao longo da simulacgdo, eles
precisam ser determinados a partir de valores numéricos adequados com interpretacdo bioldgica.
O conjunto desses coeficientes ndo € fixo, pois depende diretamente da cinética adotada na
conversdo. A cinética de Hill, por exemplo, associa a cada interacao regulatdria, coeficientes
que controlam a inclinacdo e o limiar da curva sigmoide; j4 as cinéticas de Michaelis—Menten
e de Goldbeter—Koshland introduzem conjuntos distintos de coeficientes, préprios de suas

formulacdes (WITTMANN et al., 2009).

Para estimar esses parametros cinéticos podem ser utilizadas técnicas de otimizacdo

baseadas em meta-heuristicas (SILVA et al., 2020). Entre elas destacam-se a Estratégia Evolutiva
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(EE) e a Evolucgdo Diferencial (ED). Essas abordagens, inspiradas na evolucao natural, conseguem
explorar de forma eficiente espacos de busca complexos e de alta dimensionalidade, permitindo
encontrar combinacdes de parametros que melhor reproduzem os dados experimentais de

expressao génica ao longo do tempo (SILVA, 2024).

Diante desse cendrio, surge a pergunta que orienta este trabalho: E possivel determinar
um modelo que represente de forma eficaz a cinética do problema e, a0 mesmo tempo, qual
técnica de computagdo evolucionista é mais eficiente para otimizar os parametros cinéticos desse

modelo continuo?

1.1 Justificativa

Modelos Booleanos tém sido amplamente utilizados na modelagem de redes de regulacio
génica por sua simplicidade e pela forma eficaz com que conseguem representar, de maneira
qualitativa, as interagdes entre genes (SILVA, 2024). No entanto, esse tipo de abordagem
apresenta uma limitacdo: ela ndo consegue captar com precisdo as variacdes nos niveis de
expressao génica que ocorrem na realidade (KARLEBACH; SHAMIR, 2008). Isso se deve
a natureza bindria dos modelos Booleanos, que simplificam a expressdo génica para apenas
dois estados, gerando perda de informagdes sobre a intensidade das interagdes e as dinamicas
temporais sutis, o que afasta as simulacdes do comportamento real e complexo das redes de
regulacdo génica (KAUFFMAN et al., 1993). Por isso, transformar esses modelos em versdes
continuas representa um passo essencial para aproximar as simulagdes do comportamento real

dos sistemas bioldgicos.

O desafio, porém, € que modelos continuos geralmente exigem informagdes detalhadas
sobre parametros cinéticos que nem sempre estdo disponiveis ou sio dificeis de medir experimentalmente,
tais como constantes de dissociagdo, coeficientes de cooperatividade e velocidades méximas de
reacdo (SANGUINETTI et al., 2019). Nesse contexto, técnicas de otimizacao inspiradas em
processos naturais, como as Estratégias Evolutivas e a Evolucdo Diferencial, ganham destaque.
Elas t€ém se mostrado eficazes justamente em situagdes como essa, em que o sistema é complexo

e o conhecimento prévio € limitado.

Diante disso, esta pesquisa se justifica pela necessidade de avangar na construcdo de
modelos continuos mais realistas, a partir de representacdes Booleanas, com cinéticas variadas,
e de encontrar métodos computacionais eficientes para ajustar automaticamente seus parametros.

Essa abordagem nao s6 melhora a qualidade das representacdes dos sistemas bioldgicos,
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como também amplia a capacidade de prever e interpretar seus comportamentos, o que pode
trazer contribui¢des importantes para dreas como biologia sistémica, medicina personalizada e

biotecnologia.

1.2 Objetivos

1.2.1 Objetivo Geral

O objetivo geral deste trabalho € analisar e discutir o impacto de diferentes cinéticas na
reconstru¢ao do comportamento temporal da expressao génica, por meio de um sistema simbdlico
de equacodes diferenciais ordindrias obtido a partir de modelos Booleanos, cujos coeficientes
numéricos sdo determinados por meta-heuristicas bioinspiradas. Busca-se, ainda, identificar a

estratégia de computagdo evolucionista mais adequada para a otimizacao de tais coeficientes.

1.2.2 Objetivos Especificos

Implementar a metodologia de conversdo automatica de modelos Booleanos em sistemas

continuos.

Estender a metodologia de conversao para diferentes cinéticas (Hill, Michaelis-Menten e

Goldbeter-Koshland).

Testar e validar técnicas de computagdo evolucionista para otimizagdo de coeficientes

numéricos.

Ajustar os hiperparametros dos algoritmos conforme a literatura.
* Validar o modelo continuo otimizado em redes bioldgicas reais.

» Executar estudo comparativo entre diferentes algoritmos evolucionistas.
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2 REFERENCIAL TEORICO

Neste capitulo sdo apresentados os fundamentos tedricos necessdrios para o desenvolvimento
deste trabalho. Sao abordados os conceitos de biologia sist€mica e redes de regulagdo génica,
incluindo suas formas de modelagem continua e discreta. Em seguida, apresenta-se o processo
de conversdo de modelos Booleanos em continuos. Também s@o apresentados os principais
conceitos de cinética enzimatica e as cinéticas de Michaelis-Menten, de Hill e de Goldbeter-Koshland,
bem como suas relagdes. Por fim, sdo exploradas técnicas de modelagem baseadas em regressao
simbdlica e computagdo evolucionista, esta ultima abrangendo os algoritmos genéticos, as

estratégias evolutivas e a evolucao diferencial.

2.1 Biologia Sistémica

A biologia de sistemas busca entender as interagdes funcionais de todos os componentes
de um sistema biolégico ao longo do tempo (LIKIC et al., 2010). Essa érea interdisciplinar
integra biologia, tecnologia e computacio, impulsionando avangos mtituos entre essas disciplinas
(WANG; SAADATPOUR; ALBERT, 2012). Um de seus focos centrais sdo as propriedades
emergentes dos sistemas bioldgicos complexos, como a robustez e a modularidade, que surgem
das interagdes entre os componentes e nao podem ser explicadas pelas partes isoladamente. A
robustez permite a manutencao da estabilidade fenotipica frente a perturbagdes, frequentemente
mediada por mecanismos de feedback positivo e negativo (NIJHOUT et al., 2017). A modularidade,
por sua vez, organiza o sistema em unidades funcionais, aumentando sua robustez e facilitando a

evolucdo (ADEREM, 2005).

A pratica da biologia de sistemas envolve captura e integracao de dados bioldgicos de
multiplos niveis hierdrquicos, como sequéncias de DNA e proteinas e interacdes moleculares.
Esses dados sdo armazenados, visualizados e utilizados para formular modelos gréaficos ou
matematicos, que sdo refinados iterativamente (BADENHORST et al., 2019). O objetivo é prever
o comportamento do sistema e redesenhd-lo para novas propriedades emergentes (KITANO,
2001). Nesse contexto, as redes de regulacdo génica sdo um pilar central, representando as

interacdes moleculares que controlam a quantidade dos produtos génicos (ADEREM, 2005).
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2.2 Redes de Regulacao Génica

As Redes de Regulacao Génica sio colegdes de espécies moleculares e suas interagdes
que, juntas, controlam a abundancia de produtos génicos (IMANI; BRAGA-NETO, 2019).
Explicar as relagdes entre os genes e seus produtos € um dos desafios principais na biologia
experimental e computacional (JACKSON et al., 2020). O comportamento das células surge da
interacdo entre varios elementos da rede, por isso € preciso analisar o conjunto todo, € nao s

cada componente isolado (MACHADO et al., 2011).

As Rede de Regulacdo Génica (Gene Regulatory Network) (GRN)s sdo tipicamente
representadas como grafos direcionados, onde os nés representam genes e as arestas indicam
relacdes regulatdrias, que podem ser de ativacao ou inibicdo (MCCALL, 2013). Uma rede
contendo cinco genes (G1-G5) € apresentada na figura 2.1. As setas indicam relagdo de ativacio

e as barras tracejadas, inibicao. Nessa ilustracdo, € possivel perceber que:

G1 ativa G2 e inibe G4;

G2 ativa G3 e inibe G4,

G3 inibe G5;

G4 ativa G5

Nao existe um nimero maximo fixo de intera¢des por gene. O grau de conectividade de cada
n6 depende do organismo, do contexto bioldgico e da rede em questdo. Na prética, muitas
redes bioldgicas seguem uma distribui¢cao de grau livre de escala, na qual a maioria dos genes
possui poucas interagdes, enquanto alguns genes altamente conectados, denominados hubs,
exercem influéncia regulatdria sobre um grande nimero de outros genes (MCCALL, 2013). O
que limita a conectividade na modelagem computacional €, em geral, a disponibilidade de dados
experimentais e o custo computacional associado a redes densas, € ndo uma restri¢ao biolégica

intrinseca.
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Figura 2.1 — Rede de Regulacdo Génica com 5 genes (G1-G5). Setas indicam ativagio
e barras tracejadas, inibicao.
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2.3 Modelagem de Redes de Regulacao Génica

Fonte: (SILVA, 2024)

Como apresentado anteriormente a modelagem de redes de regulacdo génica busca
representar, de forma matemadtica ou computacional, as interagdes entre genes, produtos génicos e
fatores de transcricao que regulam a expressao génica. Essas redes s@o tipicamente representadas
por grafos, onde cada né corresponde a um gene e cada aresta indica influéncia regulatéria entre
pares de genes (SCHLITT; BRAZMA, 2007). As abordagens mais comuns para modelagem de

GRN’s sao os modelos continuos e discretos. As subsecdes a seguir detalham esses modelos.

2.3.1 Modelos Discretos

Os modelos discretos descrevem as relacoes regulatdrias de forma qualitativa. Nestes
modelos cada entidade do sistema € representado por um nivel discreto. O desenvolvimento
temporal do sistema é frequentemente assumido como sincrono, onde o nivel de cada entidade
€ determinado com base nos niveis de seus reguladores no ponto anterior do tempo, de acordo

com uma fung¢ao de regulagdo (VIJESH et al., 2013).

Dentre estes modelos, encontram-se as redes Booleanas, que podem ser modeladas
através de circuitos digitais (SILVA et al., 2020). Dessa forma, um circuito 16gico pode ser
construido a partir das varidveis discretas da expressdo génica em niveis discretos (0 para inibi¢cdo
e 1 para ativacdo). O conjunto de regras logicas € utilizado para representar 0 comportamento
discreto da expressdo génica. A saida do circuito 16gico, apresentada por meio de uma tabela
verdade, relaciona cada combinacao possivel de entradas em relagdo as saidas, determinando

seus reguladores por meio de operagdes logicas bésicas, tais como OR, AND e NOT (ARNDT;
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VINGRON, 2007).

Apesar de serem modelos simples, podem representar fendmenos bioldgicos por meio de
sua dindmica e sdo tteis para inferir relacdes génicas a partir de dados experimentais. No entanto,
devido ao nivel limitado de detalhamento, ndo conseguem apresentar com clareza aspectos como
a autorregulagdo de fatores de transcricao. Além disso, sua complexidade computacional cresce
exponencialmente com o nimero de genes, consistindo em um desafio em grandes redes. Ainda
assim, muitos avangos permitiram que esses modelos alcancassem poder preditivo suficiente em

diversas aplicagdes (BORNHOLDT, 2008).

2.3.2 Modelos Continuos

Um modelo continuo € uma representacdo matematica em que as concentragdoes de RNA,
proteinas e outras moléculas sao tratadas como varidveis continuas no tempo. Em vez de valores
discretos, as quantidades variam, guiadas comumente por equacdes diferenciais que capturam o

comportamento dindmico do sistema biolégico (SILVA, 2024).

Estes modelos descrevem as interagdes moleculares por meio de fun¢des matematicas que
apresentam como a taxa de cada componente, como a producdo ou a degradag¢do de uma proteina,
depende das concentragdes de outros elementos do sistema. Por exemplo, em sistemas como o
S-Systems, tem-se um conjunto de equagdes diferenciais ordinarias, conforme a Equacdo 2.1, que
quantificam a evolug@o temporal de RNA e proteinas de forma integrada, obtendo a capacidade

de representar dindmicas complexas (STEUER et al., 2006).

Xi:OéiHXJgij_ﬁz‘HX;lijv i=1,...,n, 2.1)
j=1

j=1
onde «; e 3; sdo as taxas de producdo e degradagdo, respectivamente, € os expoentes g;; € l;;,
denominados expoentes cinéticos, quantificam a influéncia da espécie X; sobre a produgdo e a
degradacao de X;. O produtdrio reflete o cardter multiplicativo dessas interacdes: cada espécie
reguladora contribui simultaneamente para a taxa resultante, de modo que a auséncia de qualquer
fator pode inibir a reacdo independentemente dos demais. O conjunto dessas equagdes integra a
evolugao temporal de RNA e proteinas de forma acoplada, conferindo ao modelo capacidade de

representar dinimicas complexas.

No entanto, apesar de sua precisdo e da capacidade de gerar entendimentos sobre a

dinamica do sistema, a aplicagdo prética desses modelos enfrenta desafios. Eles necessitam de
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conhecimento de parametros cinéticos, que podem ser desconhecidos ou complicados de medir,
limitando o uso desses modelos em sistemas bioldgicos com dados escassos (STEUER et al.,

2006).

2.4 Conversiao de Modelos Booleanos em Continuos

A metodologia adotada neste trabalho para converter modelos Booleanos em continuos
segue a proposta por feita por (WITTMANN et al., 2009), que busca estender as regras 16gicas
discretas para um dominio continuo, mantendo a esséncia do comportamento do sistema. Dentre
as abordagens existentes na literatura, essa se destaca por sua sistematicidade e por preservar a
estrutura logica original por meio do uso de interpolacdo polinomial multivariada para converter

operacgdes logicas em um sistema de EDOs.

A base dessa metodologia reside na forma como o estado de uma espécie X; no préximo
passo de tempo (t+ 1) é determinado pelos estados de seus reguladores no tempo ¢ através de uma
funcdo de atualizagdo Booleana B;, expressa como: X;(t+1) = B;(x;1(t), z2(t), ..., zin, (1)) €
{0, 1}. Esta formulagdo caracteriza o comportamento discreto da rede e é o ponto de partida

para a conversao.

O primeiro passo envolve a substituicdo das varidveis Booleanas discretas z; € {0, 1}
por varidveis continuas Z; € [0, 1].Essas varidveis continuas podem ser interpretadas como niveis
de concentracdo normalizados entre 0 e 1. Em seguida, as fun¢des de atualizacdo Booleanas
B; precisam ser estendidas para fungdes continuas B; : [0, 1] — [0, 1]. Essas fungdes sio
chamadas de BooleCubes e sdo definidas de modo a concordar com a fun¢@o Booleana original
nos vértices do cubo unitario (WITTMANN et al., 2009). A formulagdo geral de um BooleCube
B; é dada por:

11 1 N
Bi(®1,...,ZN) == Y _ Y -+ Y Blan,xa,. . an) [[e@m+ 1 -2)(1-%) 22
21=0x2=0  zN=0 i=1
onde B(xy, ...,z y) éafungdo Booleana original. O somatério percorre todas as 2/ combinacdes
possiveis de entradas da tabela verdade, enquanto o produtério constrdi, para cada combinacdo,
um termo que assume valor unitdrio apenas quando os valores continuos ¥; estdo proximos
daquela configuracdo especifica e zero nas demais. O resultado € uma interpolacao multilinear
que reproduz fielmente a tabela verdade no dominio continuo. BooleCubes sdo fungdes suaves e

podem ser facilmente diferenciadas e integradas analiticamente (WITTMANN et al., 2009).
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Para incorporar o comportamento sigmoidal frequentemente observado nas interacdes

moleculares bioldgicas, sdo introduzidas as fungdes de Hill:

7N

T

f(@) = — (2.3)

Aqui, o coeficiente de Hill n regula a inclinac@o da curva, refletindo a cooperatividade
da interacdo, e k corresponde a um limiar de ativacdo. A construcio dos HillCubes ocorre pela

substitui¢do das varidveis continuas 7; nas expressoes dos BooleCubes pelas correspondentes

fungoes de Hill f(z;):

—H

B (T, .. 7)== By (fa(@a), fo(T@a), -, finy(Tiw)) (2.4)

Essa abordagem permite que cada interacdo seja caracterizada por sua propria funcdo de
Hill, com parametros individualizados, enquanto os BooleCubes se encarregam de acoplar essas

interagdes, preservando a forma sigmoidal das funcdes de Hill (WITTMANN et al., 2009).

O comportamento temporal das concentracdes ; € descrito por um sistema de EDOs,

utilizando as fung¢des de atualiza¢do continuas:

%=~ (B @.... 7)) - 7) 25)

Nesta formulagdo, 7; € um parametro que pode ser interpretado como o tempo de vida

da espécie X;. Os parametros n e k das fun¢des de Hill, em conjunto com os 7;, constituem os

coeficientes numéricos do modelo continuo que necessitam ser determinados. A capacidade

desses parametros em acomodar diferentes escalas de tempo de interagdes € fundamental. A

conversdo para HillCubes e a subsequente formulagdo em EDOs capacitam o modelo continuo

a replicar o comportamento do modelo Booleano original, a0 mesmo tempo em que oferece
propriedades dindmicas mais ricas, como a reproducdo de perfis temporais de niveis de concentra¢dao

e a predicdo de afinidades de ligacdo para diversos ligantes (WITTMANN et al., 2009).

2.5 Cinéticas

Nesta secdo sdo apresentados os modelos cinéticos empregados na conversao dos
modelos Booleanos em continuos. Inicialmente, introduz-se o conceito de cinética enzimatica,

que fundamenta as formulacdes subsequentes. Em seguida, descrevem-se os modelos de
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Michaelis-Menten e de Hill, discutindo-se a relacdo de equivaléncia entre eles. Por fim,
apresenta-se o modelo de Goldbeter-Koshland, que descreve ciclos de ativagdo e desativacao

enzimatica e é capaz de capturar comportamentos de chaveamento ultrassensivel.

2.5.1 Cinética Enzimatica

A cinética enzimatica € o estudo das taxas das reacdes quimicas catalisadas por enzimas.
As enzimas sao catalisadores biol6gicos que aumentam drasticamente a velocidade de reacdes
especificas sem serem consumidas no processo (BISSWANGER, 2017). Elas fazem isso
diminuindo a energia de ativa¢do da reacdo (AGH), estabilizando o estado de transicio. As
enzimas nao afetam o equilibrio da reacdo, elas apenas aceleram a taxa na qual a reacdo atinge o

equilibrio (BOYLE, 2005).

2.5.2 Modelo de Michaelis-Menten

O modelo de Michaelis-Menten estabelece uma relagdo quantitativa entre a velocidade
inicial de uma reagdo enzimdtica (1}) e a concentrag@o do substrato ([S]). Proposto por Leonor
Michaelis e Maud Menten em 1913, o modelo assume que a enzima se liga reversivelmente ao
substrato, formando rapidamente um complexo enzima-substrato (ES). Esse complexo, por sua
vez, se decompde mais lentamente, liberando o produto e restaurando a enzima livre (JOHNSON;

GOODY, 2011).

A equacido de Michaelis-Menten é:

Vo = “P) (2.6)

Onde:

* V, € a velocidade inicial da reagao.

* Viax € a velocidade maxima da reagdo, alcangada quando a enzima esta saturada com o

substrato.

* K,, (constante de Michaelis) é a concentracdo de substrato na qual a velocidade inicial
¢ metade de V.. K, pode ser uma medida da afinidade da enzima pelo substrato,
especialmente quando a etapa de quebra do complexo ES em E + P € a etapa limitante da

velocidade. Um valor menor de K, indica maior afinidade da enzima pelo substrato.
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2.5.3 Modelo de Hill

O modelo de Hill foi apresentado para descrever a relagdo de equilibrio entre a tensdo de
oxigénio e a saturacao de hemoglobina. Essa equagdo ¢ amplamente utilizada em farmacologia
para analisar as relacdes quantitativas entre farmacos e receptores. Além disso, muitos modelos

empregam essa equacgao para descrever relagdes nao lineares entre dose e resposta de farmacos

(GOUTELLE et al., 2008).

A equacdo de Hill focada na bioquimica é:

6

log (m) = ny -log[L] —log K4 (2.7)

Onde:
* ¢ a fracdo de sitios de ligagdo ocupados pelo ligante.
* [L] é a concentragdo do ligante.

* K, € a constante de dissociac@o aparente.

ny (coeficiente de Hill) € uma medida do grau de cooperatividade.

Para modelagem continua de redes, usa-se uma forma sigmoidal da equag¢do. Wittmann et
al. (2009) aplicam essa abordagem para transformar modelos Booleanos em sistemas continuos,

usando expressoes para simular transi¢des bindrias.

Vmax -z

F@) == (2.8)

Onde:

* n determina a inclinagdo da curva.
* k€ um limiar.

* Vi € a velocidade maxima da reagdo, alcancada quando a enzima estd saturada com o

substrato
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2.5.4 Relacao entre Michaelis-Menten e Hill

Ambos os modelos descrevem a rela¢io entre a concentracdo do substrato e a velocidade

de reacdo de ou fragdo de sitios de ligagdo ocupados (RADEEF, 2025).

O modelo de Michaelis-Menten se aplica a enzima com liga¢cdo nao cooperativa de um
Unico substrato, ou a sistemas em que a cooperatividade é desprezivel (quando o coeficiente de

Hill ny = 1) . A curva gerada por esse modelo € hiperbolica (NOEL, 2020).

O modelo de Hill ¢ uma generaliza¢do que considera a ligacdo cooperativa, gerando uma
curva de saturacdo sigmoide. Quando ny = 1, a equacgdo de Hill se reduz a de Michaelis-Menten

(LEHNINGER, 2004).

A principal diferenca entre os dois € que Michaelis-Menten descreve os sistemas sem
interacdes entre os sitios de ligacdo, enquanto Hill € voltado para sistemas com multiplos sitios

de ligacdo, onde a ligagcdo de um ligante influencia a afinidade dos demais (BOYLE, 2005).

Observa-se essa relacao na figura 2.2. No gréfico a esquerda sdo apresentadas curvas
de Hill para diferentes valores do coeficiente de cooperatividade (ny). A medida que o valor
de ny aumenta, a transi¢do entre os estados de baixa e alta ocupacdo torna-se mais abrupta,
evidenciando o comportamento cooperativo do sistema. J4 no gréfico a direita, a curva obtida
pela equacao de Hill para ny = 1 praticamente sobrepde-se a curva de Michaelis-Menten,
demonstrando visualmente a equivaléncia matemadtica entre os dois modelos nessa condicao.
Essa sobreposi¢cdo confirma que o modelo de Michaelis-Menten pode ser interpretado como um

caso particular da equacao de Hill quando nio ha cooperatividade entre os sitios de ligacao.

Figura 2.2 — Comparacdo entre os modelos de Hill e Michaelis-Menten evidenciando
sua equivaléncia para ng = 1.
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2.5.5 Modelo de Goldbeter-Koshland

O modelo de Goldbeter-Koshland descreve o estado estaciondrio de um sistema em
que uma proteina pode existir nas formas inativa e ativa. A transi¢do entre essas formas é
controlada por duas enzimas que atuam em sentidos opostos, uma promovendo a ativag¢do e outra

a desativacdo da proteina (GOLDBETER; JR, 1981).

Para uso em modelos de redes de regulacdo génica, a funcdo é expressa de forma
adimensional. Dado um ativador com concentracao normalizada v, define-se o agregador

auxiliar B:

B =vy — v +v1Jy + 09y 2.9)

No estado estaciondrio, a fragdo ativa € dada pela funcdo de Goldbeter-Koshland

(GOLDBETER; JR, 1981):

21}1J2
B+\/B2—4(U2—U1)’01J2

G(,UDIUQ;Jl?JQ) = (210)

onde:

* v € a concentragdo normalizada do ativador, correspondendo a Nx no sistema de EDOs;

* vy € [0,01; 1,5] é a velocidade madxima da reacdo de desativac@o, cujo limite inferior evita

que a desativacdo seja nula e o superior impede que ela domine completamente o sistema;

o Ji, Jo € [0,001; 0,99] sdo as constantes de Michaelis normalizadas das reagdes de
desativacdo e ativagdo, respectivamente, restritas ao intervalo aberto para evitar singularidades

numéricas e garantir que as enzimas operem abaixo da saturacao.

2.6 Regressao Simbolica

Uma forma de descrever matematicamente um sistema fisico ou bioldgico € utilizando
um conjunto de EDOs, pois elas podem apresentar as derivadas temporais das posi¢des fisicas
ou concentragdes quimicas conforme seu estado atual (SCHMIDT; LIPSON, 2008). Determinar
uma forma simbdlica para f(X, y) que resolva um sistema de w equagdes diferenciais compativel

com os dados é um desafio relevante em modelagem (BERNARDINO; BARBOSA, 2010).
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Dado um conjunto de dados e uma classe de func¢des, o problema de encontrar a funcio
que melhor se ajusta aos dados é chamado de regressdo. Isso envolve minimizar alguma medida
de erro entre o modelo e os dados, usando um método de otimizagdo. Normalmente, a forma
da funcdo € fixada, e o objetivo € ajustar seus coeficientes. Mas, quando a estrutura da funcao
nao é conhecida, € preciso determinar tanto a forma quanto os parametros, isso ¢ chamado de

regressao simbolica (AUGUSTO; BARBOSA, 2000).

O objetivo é encontrar o sistema de equagdes diferenciais vy = f(z,y) = {y; =
filz, ), vh = fa(x,y), ...,y = fu(z,y)} que descreva o comportamento dos pontos observados
(Tk, yx), com y, = y(xg), parak = 1,...,m, onde m é o nimero de dados.

Existem duas abordagens principais para aplicar regressao simbolica a sistemas dindmicos.
O primeiro envolve calcular uma aproximacgio das derivadas dos dados apenas uma vez, no

inicio do processo, usando por exemplo, a diferenciagdo numérica de dois pontos, onde:

Yl ~ —y’““h_ Yk 2.11)

Para a outra integra-se e compara para cada func¢io gerada pela regressdo a curva

resultante como os dados. Um método comum € o Runge-Kutta de 4° ordem:

Yke1 = Yp + %(m + 22 + 2¢3 + qa)
q1 = f(tkayk)
& = flts 5 T+ ) @.12)
gz = f(tr + g,?k + gﬂh)

g1 = f(ti + h, 7, + hgs)

Este método possui erro de ordem O(h®), em contraste com o erro O(h) da diferenciagio
simples. Entretanto, exige integracdo a cada avaliagdo de candidato, aumentando o custo

computacional

2.7 Computacio Evolucionista

A Computacao Evolucionista (CE) € uma drea da inteligéncia artificial que se inspira
nos principios da evolucdo bioldgica, propostos por Charles Darwin em sua Teoria da Evolucdo

das Espécies. O mecanismo central dessa teoria € a selecdo natural, onde os individuos mais
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adaptados ao seu ambiente possuem maiores chances de sobreviver e se reproduzir, transmitindo

suas caracteristicas favoraveis as futuras geracdes (DARWIN, 1859).

A CE surge como uma abordagem poderosa para desenvolver algoritmos robustos e
de alto desempenho, capazes de resolver problemas de crescente complexidade dentro de
prazos limitados (LOPES; TAKAHASHI, 2011). Diferentemente de algoritmos projetados para
problemas especificos, os Algoritmos Evolutivos (AEs) sdo notavelmente versateis, aplicdveis a
uma vasta gama de desafios com pouca necessidade de adaptacao, e frequentemente fornecem
solucdes de qualidade satisfatéria (FONSECA, 2009). Além disso, a CE oferece uma plataforma
valiosa para simular e compreender processos evolutivos em um ambiente controlado, possibilitando
a realizacdo de experimentos que seriam invidveis na biologia tradicional (EIBEN; SMITH,

2015).

2.7.1 Algoritmos Genéticos

A base dos Algoritmos Evolutivos (AEs) segue a l6gica evolutiva onde uma populagdo
de solucdes candidatas compete por sobrevivéncia em um ambiente com recursos limitados
(MIRJALILI; MIRJALILI, 2019). Em seu modelo classico como Algoritmo Genético Simples
(AGS), € utilizado representagdo bindria, selecao proporcional a aptiddo, baixa taxa de mutagdo e
recombinagdo com probabilidade fixa (LACERDA; CARVALHO, 1999). Individuos com maior
aptidao t€ém maior chance de gerar descendentes por meio de operadores como recombinacgao e
mutacdo (ZINI, 2009). A cada geracdo, a nova populagdo substitui completamente a anterior,
mesmo com o uso fixo de parametros como limitacdo. Algumas melhorias como selecao
por torneio, elitismo, recombinacdo uniforme e auto-adaptacdo de taxas de mutacdo foram
incorporadas ao longo do tempo, dando origem a variacdes mais desenvolvidas dos AEs (EIBEN;

SMITH, 2015).

A figura 2.3 mostra o método de algoritmo genético proposto por Dastanpour, Ibrahim
e Mashinchi (2014), que combina uma rede neural artificial com um algoritmo genético para
melhorar a precisdo na detec¢do de instrugdes. O processo comega com separagdao do conjunto
de dados em partes de treino e teste. A rede neural artificial € treinada com os dados e entao
realiza a classificagdo dos dados de teste. Em seguida, os resultados sdo usados como entrada
para o AG, que otimiza os parametros da rede. Ele busca minimizar o erro e maximizar a taxa
de acerto, selecionando subconjuntos de caracteristicas mais relevantes. No final compara-se a

performance da rede neural artificial com a otimizada pelo AG.
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Figura 2.3 — Fluxograma algoritmo genético.
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Fonte: Traduzido de (DASTANPOUR; IBRAHIM; MASHINCHI, 2014)

2.7.2 Estratégias evolutivas

As Estratégias Evolutivas (EE)s sao métodos de otimizagao inspirados na evolucao
bioldgica, projetados para encontrar solugdes em espagos continuos de forma eficiente e
adaptativa (BEYER; SCHWEFEL, 2002). Foram desenvolvidas com o objetivo de serem
aplicadas em otimizacdo numérica (COSTA; OLIVEIRA, 2012). Cada individuo em uma EE
€ representado por um vetor de varidveis de solugdo (x € R") acompanhado de um vetor de
parametros de estratégia (o), que determina o passo de mutagcdo. A técnica central € a mutagcdo

gaussiana: novas solugdes z’ sdo geradas por
¥ =x+0-N(0,1), (2.13)

permitindo exploragdo continua do espaco de busca.



30

O diferencial das EE estd na auto adaptacio dos parametros o: eles proprios integram o
gendtipo e evoluem conforme o algoritmo progride, ajustando automaticamente a intensidade
das mutacdes (MEYER-NIEBERG; BEYER, 2007). A recombinacao une informacdes de varios
pais para formar filhos, usando selecao discreta para as varidveis x e média aritmética para os
o, garantindo diversidade e estabilidade no processo evolutivo. Apds gerar A descendentes a
partir de ;. progenitores, aplica-se o esquema de selecdo (i, A) ou (i + A): apenas os melhores
(4 sobrevivem a proxima geracao, assegurando pressdo seletiva e capacidade de escapar de
otimos locais (BEYER; SCHWEFEL, 2002). Existem diferentes formas de implementar essa

auto-adaptagdo do o.

A primeira variante histérica, a (1 + 1)-ES, opera com um tnico progenitor x € R,
gerando um descendente por 2’ = x + o - N (0, 1). O candidato 2’ substitui o pai se f(z') > f(z)
na maximizagdo, ou f(z') < f(z) na minimizagdo. Em sua formulag@o original, o era fixo
ao longo de toda a busca. A adaptacdo do passo foi introduzida por Rechenberg (1973) por
meio da regra do 1/5 de sucesso: se aproximadamente 1/5 das muta¢des produzem melhora,
0 passo permanece inalterado; se menos, o € reduzido; se mais, o € aumentado. Formalmente,

o =o-ct=b1 com 0,817 < ¢ < 1 (SCHWEFEL, 1977).

Contudo, existem estratégias baseadas em esquemas i, A € 14 + A, assim como variantes
mais elaboradas como Covariance Matrix Adaptation Evolution Strategy (CMA-ES), entre outras
(CHOCAT et al., 2015). Essas caracteristicas fazem das estratégias evolutivas uma boa op¢ao
para problemas de otimizacdo em que as varidveis sao reais e o terreno de busca exige equilibrio

entre exploracdo e exploracdo (EIBEN; SMITH, 2015).

O algoritmo 1 apresenta o funcionamento geral da EE. O operador de variacdo € definido
por ¥y, e o de avaliacio é explicito. A populacdo P*) na geracdo t > 0 é um conjunto de
individuos, onde cada p € P*) é uma tupla (z, ¥). Os conjuntos ¥ e Wy, sio pardmetros de
estratégia arbitrarios. Pardmetros modificados internamente sdo endogenos. p € o nimero de

pais, A de descendentes, e p de pais para uma dnica recombinacgdo. Para esses, u,p, A € N e

p=
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Algorithm 1 Procedimento geral das estratégias evolutivas (EIBEN; SMITH, 2015)
Inicializagdo de P®) com y individuos

<0
repeat
Q(t) < Q)
fori=1MXdo
Amostra p pais py,...,p, € P® uniformemente de maneira aleatéria
q < variagdo(py,...,p,, Yv)
QW QW U {¢}
end

P+« selecdo dos 1 melhores individuos de Q® U {p € P® : idade < x}
Atualiza Wy,
Vp € P+ atualiza idade

t«t+1
until o critério de parada seja atingido

k € N define a idade mdxima de um individuo. Ao contrario dos endégenos, 1, p, A e
k sdo exdgenos, definidos pelo usudrio. A configuracdo de x influencia diretamente a seleco.
Selecao virgula (k = 1) e adicdo (k = o0) s@o comuns. A selecdo virgula € geralmente preferida
por facilitar o escape de 6timos locais, acompanhar 6timos méveis e evitar que mutagdes ruins

persistam (EIBEN; SMITH, 2015).

A adaptabilidade do parametro de mutacao € crucial. Operadores de mutacao devem
permitir que qualquer ponto no espaco de busca seja alcancavel, serem imparciais e parametrizados
(EIBEN; SMITH, 2015). Uma distribuicao normal multivariada satisfaz esses requisitos. A
mutacdo é N((, o), com ¢ (média) =0 e o o desvio padrdo. A ordem da mutagdo é importante:
o — o' e, depois, z — ' = x + N(0,0’). Um 2’ é bom se f(z’) for bom, e ¢’ € bom se z’

gerado de o’ for bom (f(x) é a fungdo de avaliagio) (BACK; FOUSSETTE; KRAUSE, 2013).

2.7.3 Evolucao diferencial

O Algoritmo de Evolugdo Diferencial (ED) € um método de otimizacao populacional
voltado principalmente para problemas em espacgos continuos (STORN; PRICE, 1997). Ele
foi projetado para encontrar solucdes aproximadas eficientes em fungdes-objetivo complexas,
especialmente quando hd multiplos 6timos locais. A principal inspira¢do para o nome do método
vem do seu mecanismo de mutacdo diferencial, que utiliza diferencas vetoriais entre individuos
da populacdo para gerar novas solugdes. A partir de uma populacdo de vetores de solucao
candidatos em R", um novo vetor mutante x’ é gerado adicionando-se um vetor de perturbacéo a

um vetor existente,
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X':x—|—p (214)

Sendo esse vetor de perturbagdo p a diferenca vetorial escalada de dois outros membros

escolhidos aleatoriamente da populacao,

p=F-(y—2) (2.15)

onde [ > 0 € um numero real que controla a rapidez com que a populacdo evolui.
Apb6s isso, aplica-se um crossover uniforme com taxa C,., combinando vetor mutado com o
original, gerando um vetor de teste u. A selecdo é deterministica, mantendo o vetor com melhor

disposicdo entre x e u (EIBEN; SMITH, 2015).

Os principais parametros sdo: fator de escala F', tamanho da populagdo N P e taxa
de crossover C,.. O nimero de genes herdados do mutante segue uma distribuicdo binomial.
A escolha aleatdria dos vetores e a aplicagdo da mutagdo fazem da evolucdo diferencial um
algoritmo estocdstico, cujo processo € repetido iterativamente até que um critério de parada seja

alcancado (ROCHA; SARAMAGQO, 2011).

A notacdo ED/a/b/c define variantes, como ED/rand/1/bin (cldssica), onde se especifica o
vetor base, o nimero de diferencas e o tipo de recombinacdo. A ED se destaca pela simplicidade

e eficiéncia em problemas com varidveis reais (XIANG et al., 2015).

A figura 2.4 apresenta o funcionamento de uma evoluc¢do diferencial cldssica. Ela inicia
com a definicdo dos parametros de controle: o fator de escala da mutacdo F', a taxa de crossover
C'r e o critério de parada (por exemplo, nimero maximo de gera¢des ou valor-alvo da fungdo
custo) (ELTAEIB; MAHMOQD, 2018). Em seguida, gera-se uma populac¢do inicial de N P
vetores-solucdo z; € R” de forma completamente aleatéria dentro dos limites inferiores by, e

superiores by do problema, segundo

z;j = by + (by —by)rand(0,1), ¢=1,...,D; j=1,...,NP. (2.16)

A cada geracdo, para cada vetor-alvo z, selecionam-se aleatoriamente trés outros vetores

distintos v1, vo, v3 da populagdo e calcula-se o vetor mutante

vy = vg + F (vl — vg), 2.17)
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introduzindo exploracdo ao combinar diferengas entre solucdes atuais. Em seguida,

constrdi-se o vetor de teste vy, por crossover binomial entre v, € o vetor-alvo x:

vyli], serand(0,1) < Cr,
T i=1,...,D. (2.18)

x[i], caso contrdrio,

Finalmente, aplica-se a selecao, comparando as aptidoes:

trial, tria S )
o Ja e (i) < /(@) (2.19)

x, caso contrario.

Esse ciclo de mutacdo, crossover e selecdo repete-se até que o critério de parada seja
satisfeito. Ao final, o melhor vetor encontrado € retornado como solucéo aproximada do problema
de otimizagdo. Esta estratégia € conhecida como ED/rand/1/bin e € amplamente utilizada em

problemas continuos devido a sua simplicidade e eficidcia (ELTAEIB; MAHMOOQOD, 2018).



Figura 2.4 — Fluxograma da evolucio diferencial classica
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3 PROPOSTA

O presente trabalho insere-se em uma metodologia mais ampla para a inferéncia de
Redes de Regulacao Génica (RRGs) a partir de dados de expressao génica (SILVA, 2024). Essa
metodologia, ilustrada na figura 3.1, segue uma sequéncia de etapas que partem dos dados brutos
de expressdo e chegam a reconstru¢do e a avaliacdo da rede regulatéria. A figura foi adaptada da
tese de doutorado que originou essa metodologia, para destacar, em azul, a etapa sobre a qual

recai a contribui¢do aqui apresentada.

O processo parte dos dados brutos, uma matriz de expressdao em que cada linha corresponde
a um gene e cada coluna a uma célula. Desses dados seleciona-se o subconjunto de genes de
interesse, que passa por um pré-processamento da expressao génica, etapa que retine o tratamento
de dropouts, a correcdo de efeitos de lote (batch effects) e de efeitos bioldgicos e a inferéncia de
pseudotempos. Em seguida, a ordenacdo pseudotemporal reconstroi a trajetdria de expressdo de

cada gene ao longo do tempo, e o0 agrupamento reune genes com perfis correlacionados.

A discretizagdo converte entdo os niveis continuos de expressdo em estados bindrios e
produz o diagrama de transicao de estados, o tratamento dos estados indefinidos (don’t care) e a
tabela verdade correspondente. Essa tabela alimenta a inferéncia do modelo discreto: por meio
da Programacdo Genética Cartesiana (CGP), evolui-se um circuito 16gico que reproduz a tabela
verdade, do qual se extraem as regras Booleanas que descrevem qualitativamente a regulacdo
entre os genes. Por fim, as etapas de modelagem de motifs, reconstrugdo e avaliagdo recompdem

a rede regulatdria e a confrontam com redes de referéncia e métricas de qualidade.

A contribui¢do deste trabalho situa-se na etapa de inferéncia do modelo continuo,
destacada em azul na figura 3.1. Ela toma como ponto de partida o modelo Booleano produzido
pela etapa anterior e o converte em um sistema de equacdes diferenciais ordindrias, capaz de
descrever quantitativamente a evolugao temporal das concentragdes dos produtos génicos, algo

que o modelo discreto, por sua natureza qualitativa, ndo alcanca.

Dentro dessa etapa, a investigagdo se organiza em torno de dois eixos. O primeiro diz
respeito a cinética empregada na conversdo: a formulagdo cldssica restringe-se a cinética de Hill,
ao passo que aqui ela é estendida para acomodar também as cinéticas de Michaelis-Menten e
de Goldbeter-Koshland, o que permite examinar como a escolha da funcdo de ativacdo afeta a
fidelidade do modelo continuo. O segundo eixo trata da determinacdo dos coeficientes numéricos

que a conversao deixa em aberto, um problema de otimizacdo em espaco continuo. Para
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resolvé-lo, confrontam-se a Estratégia Evolutiva e a Evolugdo Diferencial, avaliadas tanto pela

qualidade do ajuste obtido quanto pelo custo computacional exigido.

Figura 3.1 — Metodologia para a inferéncia de Redes de Regulacdo Génica, adaptada da
tese de doutorado (SILVA, 2024). Em destaque (azul), a etapa de inferéncia do modelo
continuo, foco deste trabalho.
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4 MODELAGEM

Neste capitulo apresenta-se a modelagem dos sistemas continuos derivados de modelos
Booleanos. A secdo 4.1 descreve o processo geral de conversao, comum a todas as abordagens
desenvolvidas. Em seguida, a se¢do 4.2 apresenta as trés funcdes cinéticas investigadas. A
secdo 4.3 descreve os dois algoritmos evolutivos utilizados na otimizag¢do dos pardmetros. Por
fim, a sec@o 4.4 caracteriza os dois problemas bioldgicos utilizados para validacdo, identificando

em cada caso o modelo Booleano adotado e os coeficientes numéricos a serem determinados.

4.1 Conversao de Modelos Booleanos em Continuos

Conforme apresentado na secdo 2.4, a metodologia de Wittmann et al. (2009) converte
modelos Booleanos em sistemas de EDOs em duas etapas: primeiro, as funcdes ldgicas de
atualizacdo sdo estendidas ao dominio continuo pela construcdo dos BooleCubes; depois,
as varidveis continuas presentes nessas expressoes sao substituidas por funcdes cinéticas de
ativacdo, originando os cubos cinéticos. O sistema de EDOs resultante assume a forma geral da

equagdo 4.1, reproduzida aqui para facilitar a leitura:
. 1 —cin,____ . _
Ti = _<Bi (xilw"axiNi)_xi)a 4.1)

onde 7; > 0 € a constante de tempo da espécie X; e B, éa func¢do de atualizac@o continua de

X, obtida pela aplicacdo da cinética escolhida sobre os BooleCubes correspondentes.

A construcdo dos BooleCubes percorre linha a linha a tabela verdade da rede, onde j
indexa cada varidvel reguladora de X;, com j € {1,..., N;}. Para cada configura¢o de entradas
cujo valor de saida € ativo, constrdi-se um termo de produto em que cada varidvel contribui
com Z; quando seu valor Booleano é 1, ou com (1 — 7;) quando € 0. A soma de todos esses
termos resulta na expressao polinomial que interpola a func¢ao 16gica original sobre o dominio
continuo. Toda essa etapa € realizada de forma simbdlica, o que permite que as expressoes
sejam posteriormente transformadas e integradas numericamente de forma automatizada. Os

cédigos-fonte de todas as implementacdes estdo disponiveis publicamente no repositorio !.

E fundamental ressaltar que a metodologia original de (WITTMANN et al., 2009)
limita-se a aplicacao dos BooleCubes integrados exclusivamente a cinética de Hill. Nesse

contexto, o presente trabalho introduz uma contribui¢do metodoldgica que, além da conversao

' <https://github.com/Rezenddyr/TCC-LucasRezende>


https://github.com/Rezenddyr/TCC-LucasRezende
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automatica do modelo booleano para o continuo, expande a modelagem incorporando também

as cinéticas de Michaelis-Menten e Goldbeter-Koshland.

4.2 Cinéticas

A substituicao das varidveis continuas dos BooleCubes por fungdes de ativacao cinética
€ o ponto em que as trés abordagens investigadas divergem e representa, junto com a conversao
automadtica descrita na se¢do 4.1, uma das contribuicdes metodoldgicas deste trabalho. As
varidveis reguladoras de cada saida sdo identificadas diretamente das regras l6gicas do modelo
Booleano previamente inferido pelo framework CGPGRN (SILVA, 2024): apenas as varidveis
que aparecem na expressao de atualizacdo de determinado né recebem uma fungdo cinética
associada, evitando a introduc@o desnecessdria de pardmetros para varidveis sem influéncia

regulatéria sobre aquela saida.

O que se descreve a seguir € a forma normalizada adotada em cada cinética e os
parametros livres que cada uma introduz no modelo. A normalizacao é necessdria para preservar
a coeréncia com os estados discretos originais da rede: impde-se f(1) = 1, garantindo que
uma varidvel completamente ativa no modelo Booleano produza a mesma resposta no modelo

continuo.

4.2.1 Cinética de Hill

Como discutido na se¢do 2.5.3, a funcdo de Hill € adequada para descrever interagdes
cooperativas com transi¢des abruptas em torno de um limiar, onde n controla a inclinagao
da curva e k define o ponto de meia-ativagdao. Por varidvel reguladora sao introduzidos dois

parametros livres, n e k. Apos a normalizagio f(1) = 1, a forma final adotada é:

n

X

'Vmaxa ak = Vmax—a

4.2)
onde os parametros a serem otimizados sdo Vi,.x, n € k, um trio por varidvel reguladora, além de
T; por espécie.

4.2.2 Cinética de Michaelis-Menten

Conforme apresentado na se¢do 2.5.2, a cinética de Michaelis-Menten corresponde ao

caso particular n = 1 da equacdo de Hill, produzindo transi¢des hiperbdlicas e mais graduais
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entre os estados da rede, onde K,,, > 0 é a constante de Michaelis normalizada. Por variavel
reguladora € introduzido apenas um parametro livre, K,,, tornando este o modelo mais economico

entre os investigados. Com a normalizagdo f(1) = 1, a forma final é:

X

; Vmaxa Km = Vmax — 1
Jaa ) xr+ K,

4.3)

onde os parametros a serem otimizados sdo V., € K,,,, um par por varidvel reguladora, além de

T; por espécie.

4.2.3 Cinética de Goldbeter-Koshland

Conforme apresentado na se¢do 2.5.5, o modelo de Goldbeter-Koshland descreve
ciclos de ativagdo e inibi¢ao enzimadtica, sendo capaz de capturar fendmenos de chaveamento
ultrassensivel. A forma normalizada divide a fun¢do G(vq,vs, Ji, Jo) pelo seu valor em vy = 1,
garantindo que o estado completamente ativo produza saida unitéaria. Por varidvel reguladora
sdo introduzidos trés pardmetros livres: vs, J; € J3, cujos intervalos validos foram definidos na

secdo 2.5.5. A forma final é:

fGK('T7 V2, Jla ']2) = G(I, V2, J17 J2>7 (44)

onde os pardmetros a serem otimizados sdo vy, J; € Jo, um trio por varidvel reguladora, além de

T; por espécie.

4.3 Algoritmos Evolutivos

Com o modelo continuo simbdlico obtido, o préximo passo € determinar numericamente
os parametros livres, de modo a minimizar o erro entre a dindmica simulada e os dados de
referéncia. Para isso, foram implementados dois algoritmos evolutivos cujos fundamentos foram
apresentados nas sec¢Oes 2.7.2 e 2.7.3: a Estratégia Evolutiva (EE) e a Evolucido Diferencial
(ED). Ambos compartilham a mesma funcio de avaliacdo; o que os diferencia € o mecanismo de

geracdo de novos candidatos e a forma como a variabilidade € introduzida na populagao.

A qualidade de uma solucdo candidata é medida pela sua capacidade de reproduzir
as séries temporais de referéncia. O sistema de EDOs € integrado numericamente a partir do
primeiro ponto das séries como condi¢do inicial, com cada concentracdo normalizada pelo seu

valor médximo para que todas as varidveis operem no intervalo [0, 1].
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4.3.1 Estratégia Evolutiva

A Estratégia Evolutiva adotada neste trabalho segue o esquema (1, A) com auto-adaptacgdo
lognormal do passo de mutagdo, conforme a se¢do 2.7.2. Cada solugdo candidata € representada
por um vetor com duas partes: os parametros livres do modelo continuo, que se deseja determinar,
e um parametro de estratégia associado a cada um deles, que controla a intensidade da mutacao
e evolui junto com a solucio ao longo das geragdes. Todos os valores sdo inicializados de forma

uniforme dentro de seus limites validos.

A variacao ocorre por mutacdo, sem recombinagdo. A cada coordenada selecionada,

atualiza-se primeiro o parametro de estratégia o pela regra lognormal:

o =0 exp(ro- N(0,1) 4+ 7 N;(0,1)), 4.5)

em que 79 = ¢/+/2n é o fator de aprendizado global e 7 = ¢/+/2+/n 0 local, sendo n 0 numero
de pardmetros e ¢ = 1. O pardmetro do modelo é entdo perturbado a partir do novo ¢’. Sempre
que uma muta¢do produz um valor fora dos limites permitidos, a perturbagdo é descartada e

reamostrada, de modo que a busca permaneca restrita a regido de parametros fisicamente vélida.

A cada geracdo, geram-se A descendentes a partir de progenitores escolhidos aleatoriamente,
todos avaliados pela mesma func¢do objetivo empregada pela EE. A renovacdo da populagao
utiliza apenas os descendentes, sem reaproveitar os pais, caracterizando a selecdo virgula. Essa
estrategia descarta a anterior a cada passo o que reduz a chance de estagnacdo em Gtimos
locais. A escolha dos p sobreviventes € realizada por torneio, no qual o candidato de menor erro

permanece.

4.3.2 Evolucao Diferencial

A Evolugdo Diferencial segue o esquema ED/best/1/bin. Diferentemente da Estratégia
Evolutiva, as solucdes nio carregam parametros de estratégia: a variabilidade da busca é
introduzida diretamente pelas diferencgas vetoriais entre membros da populacao, e o espago de

busca é determinado apenas pelos intervalos vélidos de cada parametro do modelo.

A cada geracdo, o vetor mutante € formado a partir do melhor individuo da populagdo
somado a diferenca escalada de dois outros vetores escolhidos aleatoriamente, sendo em seguida
combinado com a solucdo original por recombina¢@o binomial. Adotou-se a atualiza¢do imediata,

na qual o melhor vetor € renovado dentro da prépria geragao assim que surge um candidato
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superior, o que tende a acelerar a convergéncia. A selecdo € deterministica e conserva, entre o

vetor-alvo e o vetor de teste, aquele de menor erro.

A func¢@o objetivo é a mesma da Estratégia Evolutiva, com a ressalva de que combinagdes
de parametros que tornam o sistema de EDOs instdvel recebem erro infinito, sendo naturalmente
eliminadas pela selecdo. Para que cada execucdo consuma integralmente o orcamento de
geracoes, e assim se equipare ao esforco computacional da outra abordagem, a parada por
convergéncia foi suprimida. Ao final da evolugdo, aplica-se um refinamento local sobre a melhor
solucdo encontrada. Cada execugdo parte de uma semente fixa, garantindo a reprodutibilidade

dos resultados.

4.4 Problemas Utilizados

Para o desenvolvimento e a validacdo das abordagens propostas, foram utilizados dois
problemas distintos, cada um com sua propria estrutura de rede e conjunto de dados de referéncia.
A seguir descrevem-se os modelos Booleanos adotados e identificam-se os coeficientes numéricos

a serem determinados em cada caso.

4.4.1 Problema GRNS - Ritmo Circadiano Simplificado

O problema GRNS5 é uma Rede de Regulagdo Génica formada por cinco varidveis
de estado (A, B, C, D e E), cujo comportamento discreto é descrito por completo por uma
tabela verdade de 2° = 32 combinagdes. Trata-se de um problema simulado, empregado como
benchmark controlado: por ter topologia e dindmica de referéncia conhecidas, ele permite
verificar se um método de inferéncia recupera corretamente a estrutura regulatéria e reproduz
a dindmica temporal esperada. A dindmica de cada n6 segue o modelo de ritmo circadiano
simplificado proposto por (SILVA et al., 2020). Ritmos circadianos sdo oscilagdes bioldgicas de
periodo préximo a 24 horas que regulam processos como os ciclos de sono e vigilia e a expressao
temporal de genes. No GRNS, esse comportamento € reduzido a uma rede pequena que ainda
assim mantém a oscila¢ao periddica e sustentada tipica de um reldgio bioldgico, o que torna o

problema interessante como caso de teste.

As expressdes Booleanas da tabela 4.1 foram obtidas pelo framework CGPGRN e
representam uma das solucdes légicas possiveis para o problema. Ela ndo € necessariamente a
unica, ja que expressoes Booleanas distintas podem gerar a mesma tabela verdade e, com isso, a

mesma dinamica discreta.
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Tabela 4.1 — Expressdes Booleanas para o problema GRNS5 (ritmo circadiano).

Variavel Expressao
A NOT E
B A
C B
D C
E (BAND D) OR (D AND E)

Fonte: Silva et al. (2020). NOT: negacdo; AND: conjuncio; OR: disjuncio.

A rede tem topologia em cadeia (A —+ B — C — D), com retroalimentag¢do negativa
de E sobre A e a regulacido de E por uma combinagio de B, D e da prépria autorregulacio. E
esse arranjo, em especial o laco de retroalimentacdo negativa, que produz o comportamento
oscilatdrio periddico e sustentado caracteristico dos reldgios biologicos. A figura 4.1 traz as

séries temporais de referéncia das cinco varidveis, obtidas pela plotagem do modelo.

Figura 4.1 — Séries temporais de referéncia do modelo de ritmo circadiano (GRNS)

Séries temporais de referéncia do modelo de ritmo circadiano (GRN5)
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A partir das regras Booleanas e da metodologia descrita na se¢do 4.1, obtém-se o sistema
de EDOs simbdlico. A rede possui 7 interagdes regulatdrias: a inibi¢do de A por E, a cadeia de
ativacoes de B a D e as trés entradas que compdem a regulacao de E (por B, D e a autorregulagdo

de E).
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4.4.2 Problema ABCD

O problema ABCD ¢é uma Rede de Regulacdo Génica pequena, com apenas quatro
varidveis de estado (A, B, C e D). E um problema semi-sintético que imita, de forma simplificada,
o tipo de mecanismo regulatério que aparece em bactérias. As regras Booleanas que definem seu

comportamento estdo na Tabela 4.2.

Tabela 4.2 — Expressdes Booleanas para o problema ABCD.

Variavel Expressao Booleana

A 1

B AAND D
C B

D NOT C

Fonte: Elaborado pelo autor. NOT: negacdo; AND: conjuncéo.

A topologia da rede forma um ciclo de regulagdo com retroalimentacao. A fica sempre
ativa e, junto com D, ativa B; B ativa C; e C inibe D, fechando o laco. O resultado € uma
dindmica em que A logo se estabiliza no seu estado estaciondrio, enquanto B, C e D oscilam
de forma amortecida por um tempo até também estabilizarem. A figura 4.2 mostra as séries

temporais de referéncia.

Essa rede possui 4 interacdes regulatdrias: as duas entradas sobre B (por A e por D), a

ativacao de C por B e a inibi¢do de D por C.
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Figura 4.2 — Séries temporais de referéncia do problema ABCD
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5 VALIDACAO DO MODELO

Neste capitulo descreve-se o protocolo experimental adotado para validar as abordagens
de modelagem e otimizagdo apresentadas no capitulo 4. A se¢do 5.1 especifica o ambiente de
execucdo, incluindo as ferramentas de software e o hardware utilizados. A se¢do 5.2 detalha o
protocolo de execucdo dos experimentos. Por fim, a secdo 5.3 define as métricas empregadas na

avaliacdo dos resultados.

5.1 Ambiente e Ferramentas

Todos os experimentos foram implementados em Python, com uso de bibliotecas
auxiliares para algumas funcionalidades. A integracdo numérica dos sistemas de EDOs foi
realizada pela fun¢cdo odeint da biblioteca SciPy. As operagdes vetoriais € a manipulacdo dos
dados foram conduzidas com a biblioteca NumPy, e a geracdo dos graficos de ajuste utilizou a

biblioteca Matplotlib.

A EE foi implementada do zero, sem uso de bibliotecas externas de otimizacao, seguindo
diretamente o esquema (y, A\) com auto-adaptagdo lognormal descrito na se¢do 4.3.1. Jd a ED
foi implementada com o auxilio da fun¢do differential_ evolution dabiblioteca SciPy,

configurada conforme os hiperparametros descritos na secao 5.2.1.

O hardware utilizado na execugdo dos experimentos € especificado na tabela 5.1. Os
tempos de execucdo relatados no capitulo 6 foram medidos neste ambiente; execucdes em
maquinas diferentes produzirdo tempos distintos. Os erros de ajuste, por outro lado, sio

reprodutiveis a partir das mesmas sementes aleatorias.

Tabela 5.1 — Especificagdes do hardware e do sistema operacional.

Item Especificacao
Processador Intel Core 15-9400F @ 2,90 GHz
Nucleos fisicos / 16gicos 6/6

Memoéria RAM 16 GB

Sistema Operacional Windows 11 Pro 64 bits

Fonte: Elaborado pelo autor.
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5.2 Protocolo de Execuciao

Cada combinacdo de problema, cinética e algoritmo foi avaliada de forma independente.
Considerando os dois problemas (GRNS5 e ABCD), as trés cinéticas (Hill, Michaelis-Menten e
Goldbeter-Koshland) e os dois algoritmos evolutivos (Estratégia Evolutiva e Evolucdo Diferencial),
o protocolo abrange doze cendrios experimentais distintos, cada um correspondendo a um sistema

de EDOs proprio com seu respectivo espago de parametros.

A conversao automatica dos modelos Booleanos descrita na se¢cdo 4.1 gerou, para cada
combinag¢do de problema e cinética, um sistema simbdlico de EDOs cujos coeficientes numéricos
precisam ser determinados pela otimizacdo. Para o problema GRNS, os sistemas obtidos com as
cinéticas de Hill, Michaelis-Menten e Goldbeter-Koshland sdo apresentados, respectivamente,
nas equacdes 5.1, 5.2 e 5.3. De forma andloga, os modelos correspondentes ao problema ABCD
nas mesmas trés cinéticas sao dados pelas equagdes 5.4, 5.5 e 5.6. Em todos os sistemas, os
parametros em letras gregas ou subscritas constituem os coeficientes a serem identificados pela

otimizacao.

Problema GRN5 — Cinética de Hill

dN 4 1

NgAE
—A Vill———f )N
it ( Nzww%) )

N 1 N BA
dNp = (Vg —=2——— — Np
it~ 7p NTBA 4

dN¢e 1 Nge?
e _ 2 (v B 5.1
dt 1o\ ¢ NpF 4 klGP C) (5.1)
dN 1 NjPe
P (v ——C Ny
it 7 NZPe 1 kppe

dNg _ 1 (v Np™ N N NN
dt 75 NP + Kl \Np™® + Kl Np® + ki

Problema GRN5 — Cinética de Michaelis-Menten
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dNA 1 NE
—=— |V, (A) (1 N
dt T4 ( (4) ( NE+Km(EA)> A)
dNB 1 NA
—=— |V, N
dt 1 ( (B) N+ Kn(AB) B>
dNC 1 NB
o _ 2 (y, N
it  1c (V (©) Ng + K,,(BC) C)
dND 1 NC
—— = —(V.,.D N
dt 1™ (V (D) N¢ + K,,(CD) D>
dNE 1 ND NB NE
—— = — | V,.(F)- — N
dt T <V () Np + K,(DE) (NB+Km(BE) * NE+Km(EE)) b
(5.2)
Problema GRN5 — Cinética de Goldbeter-Koshland
onde BXY = U2xy(1 + Jl)(y) — (1 — szy) Nsrc(XY)-
dNy4 1 2J254 Ng
— = — 11— — NA
dt TA BEA+\/B%A_4J2EA('U2EA_NE)NE
dNB_i 2J248 Ngy N
dt TB BAB+\/81243_4J2AB(U2AB_NA)NA b
dNg 1 2J2pc Np N
dt TC BBc+\/B%C—4J230<U230—NB)NB ¢
dNp 1 2.J2¢p Ne Y (5.3)
dt ™D BCD + \/B%’D - 4J20D(UZCD - Nc)NC P
dNg B i 2J2pr Np
dt TE BDE+\/BQDE_4J2DE(U2DE_ND)ND
( QJQBENB
BBE + \/B%E - 4J23E(v2BE — NB)NB

+ 3 — Ng

Problema ABCD — Cinética de Hill
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Problema ABCD — Cinética de Michaelis-Menten

(5.4)

ANy 1— Ny
dt n TA

dNp 1 (V (B) Ny Np

it 18 "Na+ K,(BA) Np+ K,,(BD)

dNe 1 Np
at  1¢ (Vm(c) Ng + K,,(CB) NC)

% _ % (Vm(D) (1 -V _|_][\§;(DC)> - ND)

Problema ABCD — Cinética de Goldbeter-Koshland

_NB

(5.5)

onde GKxy = GK (Ny tera(xv); 02xv, J1xyv, J2xv).

dN 1
2A = —<(1 — GKAA)(l — GKAD) + GKAB(l - GKAD)
dt TA

+ GKaa(l — GKap) GKap — NA>

dNp 1
Wzg(l_GKBC_‘_GKBD_NB) (5.6)

dNe 1
dt N TC
dNp 1

o~ 7 (1= GEpa)(1 = GKpp) = Np)

(GKCD +1—-—GKga — NC>

Como os algoritmos evolutivos sao métodos estocdsticos, seu desempenho pode variar
entre execucoes devido a aleatoriedade inerente aos operadores de mutacao, recombinagdo e
selecdo. Para avaliar a robustez dos resultados frente a essa variabilidade, cada cendrio foi
executado 10 vezes de forma independente, cada uma inicializada com uma semente aleatéria

distinta. As sementes foram mantidas fixas entre os diferentes cendrios, de modo a permitir
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comparacoes justas e garantir a reprodutibilidade dos resultados. Os valores das sementes

utilizadas estdo disponiveis no repositorio do projeto.

Em cada execucao, o algoritmo evolui por 10.001 geragdes, critério de parada adotado
por oferecer um compromisso adequado entre qualidade da solu¢do e custo computacional. Ao
final de cada execugdo, registram-se o menor erro de ajuste encontrado, o conjunto de parametros

correspondente e o tempo total de processamento.

5.2.1 Configuracao dos Hiperparametros dos Algoritmos

A escolha dos hiperparametros baseou-se em recomendagdes consolidadas na literatura,
ajustadas as particularidades dos problemas de identificacdo paramétrica investigados. Para a
Evolucao Diferencial, adotou-se a variante ED/best/1/bin com atualizac@o imediata, na qual o
vetor mutante € construido a partir do melhor individuo corrente somado a diferenga escalada de
dois vetores aleatdrios, incorporando cada nova solug@o a populacio assim que criada. O fator de
escala foi fixado em F' = 0,8, dentro do intervalo [0,6; 1,0] recomendado por (STORN; PRICE,
1997), favorecendo a diversifica¢do e reduzindo o risco de convergéncia prematura para minimos
locais, aspecto relevante dado o cardter multimodal do espaco de busca. A taxa de recombinagdo
foi estabelecida em C'r = 0,75, valor que, segundo (STORN; PRICE, 1997), tende a equilibrar
exploracdo e convergéncia quando os parametros exibem dependéncias mutuas, situacdo tipica
em sistemas de EDOs acopladas. O tamanho da populagdo foi definido como NP = 10- D, onde
D € o numero de parametros a otimizar em cada cendrio, heuristica sugerida por (STORN; PRICE,
1997) para que a diversidade inicial acompanhe a dimensionalidade do problema. O nimero de
parametros varia conforme a cinética e o problema: a cinética de Michaelis-Menten introduz
dois parametros por interacio regulatdria, enquanto Hill e Goldbeter-Koshland introduzem trés,

além de um parametro 7; por espécie.

Para a Estratégia Evolutiva, adotou-se o esquema (x, \) com auto-adaptagio lognormal
dos passos de mutagdo, no qual, a cada geragdo, os p pais sdo descartados e substituidos por p
dentre os A filhos, politica que evita a estagnacdo em minimos locais € mantém pressao seletiva
constante. Adotou-se 1 = 15 pais e A = 105 filhos por geracdo, correspondendo a relacio
A = 7p sugerida por (BEYER; SCHWEFEL, 2002) para assegurar pressdo de selecido adequada.
Os passos de mutacao seguem formulagdes consagradas (EIBEN; SMITH, 2015), nas quais a

taxa de aprendizado global 7y e a individual 7 sdo dadas por:
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c c
T T = —F,
V2n 2y/n

em que n € o nimero de pardmetros do modelo e ¢ = 1 uma constante de escalonamento. Essas

(5.7)

T0 =

expressoes vinculam a intensidade das mutagdes a escala do espago de busca, permitindo ajustar

automaticamente a amplitude das perturbacdes a medida que a busca converge.

Por fim, ambos os algoritmos foram executados por 10 001 geragdes, critério de parada
fixo adotado para garantir comparabilidade entre as configuracdes. Para cada combinagao
de algoritmo, problema e cinética, realizaram-se 10 execu¢des independentes com sementes
distintas, permitindo a andlise estatistica dos resultados em termos de mediana, desvio padrao e

melhor solucio encontrada.

5.3 Meétricas Adotadas

A avaliacdo dos resultados baseia-se em duas grandezas medidas a cada execugdo: o
erro de ajuste e o tempo de execucdo. O erro de ajuste € dado pela norma L, entre a trajetéria
simulada e os dados de referéncia, sendo que quanto menor, melhor a qualidade do ajuste. O
tempo de execucao corresponde ao tempo total de processamento de uma execugdo completa,

servindo como medida do custo computacional de cada abordagem.

Como cada cendrio € executado 10 vezes, os resultados de cada grandeza formam uma
distribuicdo de valores. O nimero ideal de execu¢des independentes para andlise estatistica
robusta seria 51 (STORN; PRICE, 1997), porém o elevado custo computacional das integra¢des
numéricas das EDOs, que domina o tempo de cada execucdo, tornou esse volume invidvel
dentro do escopo deste trabalho. As 10 execugdes adotadas foram consideradas suficientes para
identificar tendéncias consistentes entre os cendrios avaliados. Para caracterizar a distribui¢ao dos
resultados, adotam-se as seguintes estatisticas para o erro de ajuste e para o tempo de execugao

de cada cenario:

* Minimo: o melhor resultado obtido entre as 10 execugdes, indicando o melhor desempenho

alcancdvel pela abordagem.
» Maximo: o pior resultado obtido, til para avaliar a amplitude da variagio entre execugoes.

* Primeiro quartil (Q1): valor abaixo do qual se encontram 25% das execugdes.



51

Mediana (Q2): valor central da distribui¢do, menos sensivel a valores extremos do que a

média.

Média: valor médio das execugoes, indicador do desempenho tipico da abordagem.

* Terceiro quartil (Q3): valor abaixo do qual se encontram 75% das execugoes.

Desvio padrao: medida da dispersdao dos resultados em torno da média, indicando a

consisténcia da abordagem entre execucoes.

A andlise conjunta dessas estatisticas permite avaliar ndo apenas a qualidade média das
solucdes encontradas, mas também a estabilidade de cada abordagem: um desvio padrdo baixo
indica que o método converge de forma consistente, independentemente da semente, ao passo

que um desvio elevado revela sensibilidade a inicializacao aleatoria.
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6 RESULTADOS E DISCUSSAO

Neste capitulo apresentam-se e discutem-se os resultados obtidos na identificacido dos
parametros dos modelos continuos. A organizagdo segue a estrutura dos problemas: para cada
um dos resultados sdo reportados por algoritmo e por cinética, acompanhados das estatisticas
descritivas definidas na secdo 5.3 e dos graficos de ajuste entre a dindmica simulada e os dados
de referencia. Ao final, consolida-se a andlise comparativa entre as cinéticas, entre algoritmos e

quanto a escalabilidade das abordagens.

6.1 Problema GRNS5

Para o GRNS, foram testadas as seis combinagdes entre as trés cinéticas (Hill, Michaelis-Menten
e Goldbeter-Koshland) e os dois algoritmos evolutivos (EE e ED), com dez execucdes independentes
para cada combinagdo. As tabelas 6.1 e 6.2 trazem os resultados de cada execugdo, identificados

pela semente.

Na tabela 6.1 sao apresentadas as execugdes individuais da EE no GRNS. Pode-se
observar que Hill obteve erros entre 23,68 e 34,29, com variacdo entre sementes, enquanto
Goldbeter-Koshland ficou entre 22,15 e 28,97. A Michaelis-Menten, por sua vez, ficou em torno
de 87 em todas as dez execugdes, convergindo sempre para 0 mesmo patamar independentemente
da semente. Esse comportamento é esperado dado que a cinética de Michaelis-Menten nao
possui expoente de cooperatividade, o que limita estruturalmente sua capacidade de representar
transi¢des abruptas presentes no GRNS5. Na tabela 6.2 sdo apresentadas as execugdes individuais
da ED no GRNS5. O padrio se repete para a Michaelis-Menten, que travou no mesmo valor em
todas as execugoes. Hill variou entre 14,40 e 18,99, e Goldbeter-Koshland variou entre 17,89 e

22,85.
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Tabela 6.1 — Execugdes individuais da Estratégia Evolutiva no GRNS, por cinética (erro em norma-L; e tempo). Os
melhores resultados estdo destacados em negrito.

Hill Michaelis-Menten Goldbeter-Koshland

Semente Erro Tempo Erro Tempo Erro Tempo

1778434285 31,8253 05h22m36s 87,8011 00h29m36s 24,3025 07h17m4ls
1778461231 23,6837 03h43m23s 87,7482 00h30mO05s 22,1516 05h05m36s
1778490666 24,5880 02h58m23s 87,9098 00h29m49s 26,1069 04h51m16s
1778578247 24,9022 04h14m03s 88,0197 00h29m50s 22,8664 06h13m45s
1778663936 26,6306 04h10m21s 87,6175 00h32ml4s 28,9322 05h35m17s
1778719796 34,2882 03h12m07s 87,7391 00h30m28s 25,3744 04h15mO06s
1778749666 24,2007 03h36m51s 87,5915 00h30m38s 25,0367 05h30m20s
1778837425 29,1112 03h17m05s 87,5576 00h30ml17s 28,9666 03h41m26s
1778893788 24,2810 02h59m26s 88,1845 00h29m29s 25,0492 05h17mO03s
1778981565 25,8222 04h09m34s 87,5576 00h28mS6s 24,4167 04h44m52s

Fonte: Elaborado pelo autor.

Tabela 6.2 — Execugdes individuais da Evolucdo Diferencial no GRNS, por cinética (erro em norma-L; e tempo).
Os melhores resultados estdo destacados em negrito.

Hill Michaelis-Menten Goldbeter-Koshland

Semente Erro Tempo Erro Tempo Erro Tempo

1778434285 17,5563 01h55m51s 87,3398 01h30m09s 18,6780 08h43m53s
1778461231 15,6162 01h31m00s 87,3398 01h19m24s 20,1480 08hl17mlls
1778490666 16,2045 02h21m24s 87,3398 01h10m47s 19,1133 09h24m24s
1778578247 16,1281 01h35m55s 87,3398 01h10m53s 20,9599 08h45m45s
1778663936 14,3995 01h38m32s 87,3398 Olhllm52s 18,7399 10h59m33s
1778719796 15,7296 01h30mO07s 87,3398 O0lhllm34s 22,8462 05h58m40s
1778749666 15,4752 02h26m25s 87,3398 01h12m02s 18,1030 05h49m19s
1778837425 15,6647 01h27m34s 87,3398 01h10m49s 20,7364 07h17m09s
1778893788 15,5530 01h15ml18s 87,3398 01h12m02s 17,8873 06h00m48s
1778981565 18,9948 02h31m37s 87,3398 0lhl11lm43s 20,3998 05h55m41s

Fonte: Elaborado pelo autor.

Com base na andlise das execug¢des individuais pode-se observar tendéncias gerais de
comportamento. As estatisticas descritivas apresentadas a seguir consolidam essa comparacao

de forma mais robusta.

As tabelas 6.3 e 6.4 apresentam as estatisticas de erro de ajuste e tempo de execucao
no problema GRNS5 por algoritmo e cinética. Na tabela 6.3, a ED com Hill registrou os
melhores resultados: mediana de 15,70 e minimo de 14,40, os menores de todo o experimento.
Goldbeter-Koshland ficou em segundo, com medianas de 25,04 na EE e 19,63 na ED. A
Michaelis-Menten apresentou os piores resultados nos dois algoritmos, com mediana préxima

de 87,7 na EE e constante em 87,34 na ED, o que refor¢a que a limitacdo € da cinética e nao
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do algoritmo. Na tabela 6.4, Michaelis-Menten foi a mais rdpida em ambos, com medianas
de 30 min na EE e 1h12 na ED. Hill ficou em posi¢do intermedidria, e Goldbeter-Koshland foi
a mais custosa, com medianas de Sh11 na EE e 7h47 na ED. O maior custo computacional da
Goldbeter-Koshland é coerente com a maior complexidade de avaliacao dessa fun¢do cinética

em comparagdo as demais.

Tabela 6.3 — Estatisticas do erro de ajuste (norma-L4) no problema GRNS, por algoritmo e cinética. Os melhores
resultados de cada estatistica estdo destacados em negrito.

Estratégia Evolutiva Evolugdo Diferencial

Estatistica Hill MM GK Hill MM GK
N valido 10 10 10 10 10 10
Minimo 23,6837 87,5576 22,1516 14,3995 87,3398 17,8873
1° Quartil (Q1) 24,2609 87,6110 23,9435 15,5335 87,3398 18,5342
Mediana (Q2) 25,3622 87,7746 25,0430 15,6972 87,3398 19,6306
Média 26,9333 87,8050 25,3203 16,1322 87,3398 19,7612
39 Quartil (Q3) 29,7897 87,9373 26,8132 16,5424 87,3398 20,7923
Maximo 34,2882 88,1845 28,9666 18,9948 87,3398 22,8462
Desvio Padrao 3,6329  0,1990  2,2369 1,2756  0,0000 1,5406

Fonte: Elaborado pelo autor.

Tabela 6.4 — Estatisticas do tempo de execucgdo no problema GRNS, por algoritmo e cinética. Os melhores resultados
de cada estatistica estdo destacados em negrito.

Estratégia Evolutiva Evolucao Diferencial

Estatistica Hill MM GK Hill MM GK
N valido 10 10 10 10 10 10
Minimo 02h58m23s 00h28m56s 03h41m26s 01h15m18s 01h10m47s 05h49m19s
1° Quartil (Q1) 03h08m56s 00h29m34s 04h37m25s 01h29m29s 01h10m52s 05h57mS55s
Mediana (Q2)  03h40mO07s 00h29m57s 05h11m19s 01h37ml4s Olh11m48s 07h47m10s
Média 03h46m22s 00h30m08s 05h15ml14s 01h49m22s 01h14m08s 07h43ml4s
39 Quartil (Q3) 04h11m16s 00h30m30s 05h44m54s 02h22m39s 01h13m52s 08h55m25s
Miximo 05h22m36s 00h32mld4s 07h17m41s 02h31m37s 01h30m09s 10h59m33s
Desvio Padrao  00h44m26s 00h00m53s 01hOOm36s 00h27m37s 00hO6mlls 01h47m35s

Fonte: Elaborado pelo autor.

Além das métricas numéricas, apresenta-se a seguir o melhor modelo obtido pela

Estratégia Evolutiva no GRNS, correspondente a cinética de Goldbeter-Koshland (erro 22,15).

Os modelos obtidos com as cinéticas de Hill e Michaelis-Menten estdo disponiveis no apéndice 8.

A figura 6.1 apresenta os melhores ajustes da Estratégia Evolutiva no GRNS. Em (a), a
cinética de Hill acompanha de forma razodvel as oscilacdes das cinco varidveis, reproduzindo

tanto a amplitude quanto a periodicidade dos dados de referéncia, resultado compativel com o erro
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de 23,68. Em (b), a cinética de Michaelis-Menten ndo consegue reproduzir o comportamento
oscilatorio: as curvas simuladas perdem a fase em relagdo aos dados e tendem a trajetdrias
suavizadas, reflexo direto da limitagdo estrutural dessa cinética diante de transicdes cooperativas.
Em (c), a cinética de Goldbeter-Koshland recupera o padrdo oscilatério com ajuste visualmente

préoximo ao de Hill, obtendo erro de 22,15, o melhor da EE no GRNS.

Figura 6.1 — Melhores ajustes da EE: (a) Hill, (b) Michaelis-Menten, (c) Goldbeter-
Koshland para GRN5S

Melhores ajustes — Estratégias Evolutivas (EE) - Problema GRN5

——— Dados do problema - Gerado pelo cédigo
(a) Hill (b) Michaelis-Menten (c) Goldbeter-Koshland
melhor execucao: seed 1778749666 (erro = 24.2007) melhor execucéo: seed 1778837425 (erro = 87.5576) melhor execucéo: seed 1778461231 (erro = 22.1516)
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Apresenta-se a seguir o melhor modelo obtido pela Evolugdo Diferencial no GRNS,
correspondente a cinética de Hill (erro 14,40). O modelo obtido com a cinética de Michaelis-Menten

esta disponivel no apéndice 8.

A figura 6.2 apresenta os melhores ajustes da Evolug¢do Diferencial no GRNS. A
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comparacao direta com a figura 6.1 evidencia o ganho de qualidade proporcionado pela ED.
Em (a), o ajuste com Hill € nitidamente superior: as curvas simuladas acompanham com maior
precisdo as oscilagdes de todas as varidveis, com erro de 14,40, o menor de todo o experimento
no GRNS. Em (b), a cinética de Michaelis-Menten repete 0 mesmo padrao de falha observado
na EE: independentemente do algoritmo, o modelo hiperbdlico nao captura o comportamento
oscilatério do problema. Em (c), Goldbeter-Koshland apresenta ajuste visivelmente melhor que

o da EE, com as curvas simuladas aderindo bem as oscilacdes de referéncia e erro de 17,89.

Figura 6.2 — Melhores ajustes da ED: (a) Hill, (b) Michaelis-Menten, (c) Goldbeter-

Koshland para GRNS
Melhores ajustes — Evolucao Diferencial (DE) - Problema GRN5 .
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melhor execucao: seed 1778663936 (erro = 14.3995) melhor execucéao: seed 1778461231 (erro = 87.3398) melhor execucéao: seed 1778893788 (erro = 17.8873)
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6.2 Problema ABCD

No segundo cendrio, foram feitas as mesmas combinagdes utilizadas em GRNS5, porém o
problema foi substituido, dando local para o problema ABCD. Foram computadas dez execugdes
independentes para cada arranjo a fim de mitigar efeitos de estocasticidade. As tabelas 6.5 € 6.6

discriminam o comportamento de cada réplica por meio de suas sementes numéricas (seeds).

Na tabela 6.5 sdo apresentadas as execucdes individuais da EE no ABCD. A cinética de
Hill obteve os menores erros, entre 18,30 e 31,74, com variacdo entre sementes. A Michaelis-Menten
ficou numa faixa alta, entre 36,79 e 39,01, padrao semelhante ao observado no GRNS e
que novamente aponta para uma limitacdo estrutural da cinética. A Goldbeter-Koshland
ficou na faixa mais alta e dispersa, entre 38,41 e 50,15. Na tabela 6.6 sdo apresentadas as
execucdes individuais da ED no ABCD. Hill obteve erro idéntico em todas as execucdes (6,76) e
Michaelis-Menten também apresentou o mesmo valor em todas as sementes (36,68). Os erros de

Goldbeter-Koshland variaram entre 38,37 e 43,47.

Tabela 6.5 — Execugdes individuais da Estratégia Evolutiva no ABCD, por cinética (erro em norma-L; e tempo). Os
melhores resultados estdo destacados em negrito.

Hill Michaelis-Menten Goldbeter-Koshland

Semente Erro Tempo Erro Tempo Erro Tempo

1778434285 21,6187 00h57ml12s 38,1093 00h26m10s 41,2330 03h15mO06s
1778461231 22,8475 00h40m25s 37,7058 00h25m19s 49,4840 02h20m26s
1778490666 26,8437 00h55m40s 38,2242 00h25m03s 42,4095 02h55m24s
1778578247 26,6092 00h48m59s 39,0134 00h25m15s 44,8833 02h48mO0Ss
1778663936 19,7236 00h44m46s 38,5418 00h27m39s 38,4079 02h50mO05s
1778719796 18,3028 00h42m30s 36,9318 00h24m38s 45,7340 02h55m54s
1778749666 24,6373 (00h44m40s 36,7862 00h25m13s 44,6738 02h13ml2s
1778837425 31,7446 00h51ml4s 38,6123 00h25ml18s 50,1469 02h00m58s
1778893788 31,5755 00h48m48s 38,0038 00h24m06s 41,4895 02h20m47s
1778981565 28,1207 00h56m59s 36,7862 00h25m09s 49,8200 02h50m52s

Fonte: Elaborado pelo autor.
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Tabela 6.6 — Execugdes individuais da Evolucdo Diferencial no ABCD, por cinética (erro em norma-L; e tempo).
Os melhores resultados estdo destacados em negrito.

Hill Michaelis-Menten Goldbeter-Koshland

Semente Erro Tempo Erro Tempo Erro Tempo

1778434285 6,7569 02h07m50s 36,6836 00h42m36s 39,2270 04h39m30s
1778461231 6,7569 02h02m13s 36,6836 00h43m00s 43,4660 (04h28m43s
1778490666 6,7569 02h14m55s 36,6836 00h45m49s 38,9347 05h06m52s
1778578247 6,7569 02h37m26s 36,6836 00h30m02s 38,9456 05h15mOls
1778663936 6,7569 02h40ml4s 36,6836 00h42m10s 40,3811 04h49m38s
1778719796  6,7569 02h03m16s 36,6836 00h24m56s 40,8851 04h35m36s
1778749666 6,7569 02h02m39s 36,6836 00h41m4ls 38,3653 06h52m31s
1778837425 6,7569 02h02mlls 36,6836 00h50mO03s 41,3933 (07h01mO8s
1778893788 6,7569 02h01m54s 36,6836 00h33m52s 39,0762 06h47m55s
1778981565 6,7569 02h12m38s 36,6836 00h27m33s 39,6501 06h10m28s

Fonte: Elaborado pelo autor.

A andlise individual das execug¢des fornece uma visdo inicial do desempenho dos
métodos; entretanto, a comparacdo consolidada € apresentada por meio das estatisticas descritivas

de erro e tempo mostradas a seguir.

As tabelas 6.7 e 6.8 apresentam as estatisticas de erro de ajuste e tempo de execucio no
problema ABCD por algoritmo e cinética. Na tabela 6.7, a comparacao entre os dois algoritmos
¢é favoravel a ED nas trés cinéticas: na Hill, a ED reduziu o erro de uma mediana de 25,62
(EE) para 6,76, o melhor ajuste de todo o problema; na Goldbeter-Koshland, mediana de 39,44
contra 44,78; e na Michaelis-Menten os dois algoritmos praticamente empataram, com a ED
em 36,68 e a EE com mediana 38,17 e minimo 36,79. Quanto a dispersdo, a ED € praticamente
deterministica em Hill e MM (desvio nulo); na EE, Hill e GK variam de 4,0 a 4,6, mas a MM
passou a ser igualmente consistente (desvio 0,71), pois todas as sementes convergem para o
mesmo patamar ruim. Na tabela 6.8, observa-se que a EE foi mais rdpida nas trés cinéticas, com
medianas de 49 min e 2h49 em Hill e Goldbeter-Koshland, contra 2h05 e 5h11 da ED, e, na
Michaelis-Menten, a EE também foi mais rapida, com mediana de apenas 25 min contra 42 min
da ED. De modo geral, a ED converge para solucdes mais estdveis e, em Hill e GK, melhores, ao

custo de tempos de execucdo mais elevados.
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Tabela 6.7 — Estatisticas do erro de ajuste (norma- L) no problema ABCD, por algoritmo e cinética. Os melhores
resultados de cada estatistica estdo destacados em negrito.

Estratégia Evolutiva Evolugdo Diferencial

Estatistica Hill MM GK Hill MM GK
N valido 10 10 10 10 10 10
Minimo 18,3028 36,7862 38,4079 6,7569 36,6836 38,3653
1° Quartil (Q1) 21,1450 37,5123 41,4254 6,7569 36,6836 38,9429
Mediana (Q2) 25,6233 38,1667 44,7786 6,7569 36,6836 39,4386
Média 25,2024 38,0219 44,8282 6,7569 36,6836 40,0324
3° Quartil (Q3) 28,9844 38,5594 49,5680 6,7569 36,6836 41,0122
Maiaximo 31,7446 39,0134 50,1469 6,7569 36,6836 43,4660
Desvio Padrao 4,6301  0,7101  4,0397 0,0000 0,0000 1,5407

Fonte: Elaborado pelo autor.

Tabela 6.8 — Estatisticas do tempo de execugdo no problema ABCD, por algoritmo e cinética. Os melhores resultados
de cada estatistica estdo destacados em negrito.

Estratégia Evolutiva Evolucao Diferencial

Estatistica Hill MM GK Hill MM GK
N vilido 10 10 10 10 10 10
Minimo 00h40m25s  00h24m06s 02h00m58s 02h01m54s 00h24m56s  04h28m43s
1° Quartil (Q1) 00h44m07s 00h24m56s 02h18m37s 02h02m12s 00h29m24s 04h38m32s
Mediana (Q2)  00h48m53s 00h25ml14s 02h49m05s 02h05m33s 00h41m55s 05h10m56s
Média 00h49m07s 00h25m23s 02h39m04s 02h12m31s 00h38m10s 05h34m44s
3° Quartil (Q3) 00h55m59s 00h25m31s 02h55m31s 02h20m32s 00h43m42s 06h49m04s
Miximo 00h57m12s 00h27m39s 03h15m06s 02h40ml4s 00h50m03s 07h01mO8s
Desvio Padrao  00h06m04s  00h00m57s 00h23m33s 00h14m37s 00hO8m27s 01h01m42s

Fonte: Elaborado pelo autor.

Apresenta-se a seguir o melhor modelo obtido pela Estratégia Evolutiva no ABCD,

correspondente a cinética de Hill (erro 18,30). Os modelos obtidos com as cinéticas de

Michaelis-Menten e Goldbeter-Koshland estdao disponiveis no Apéndice 9.

A figura 6.3 apresenta os melhores ajustes da Estratégia Evolutiva no problema ABCD.
Em (a), a cinética de Hill obteve o melhor resultado da EE nesse problema: erro de 18,30,
com as curvas simuladas acompanhando a tendéncia geral dos dados de referéncia, porém sem
reproduzir com precisdo as oscilacdes amortecidas das varidveis B, C e D. Comparado ao melhor
resultado da ED com Hill (erro 6,76), a EE apresentou desempenho consideravelmente inferior,
0 que sugere que a busca estocastica da EE encontrou maior dificuldade para explorar o espaco
de parametros nesse problema. Em (b), a Michaelis-Menten estabilizou em erro de 36,79 em
todas as execugdes, patamar equivalente ao da ED com a mesma cinética (minimo 36,68): as

curvas capturam apenas a forma geral das trajetdrias e ndo reproduzem as oscilacdes amortecidas,
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comportamento esperado de um modelo sem cooperatividade. Em (c), Goldbeter-Koshland
apresentou erro de 38,41, resultado praticamente idéntico ao da ED na mesma cinética (38,37),
indicando que ambos os algoritmos convergiram para solucdes de qualidade semelhante e que o

gargalo estd na expressividade da cinética, ndo no método de otimizagdo.

Figura 6.3 — Melhores ajustes da EE: (a) Hill, (b) Michaelis-Menten, (c) Goldbeter-
Koshland para ABCD

Melhores ajustes — Estratégias Evolutivas (EE) - Problema ABCD

Dados do problema —— Gerado pelo cédigo
(a) Hill (b) Michaelis-Menten (c) Goldbeter-Koshland
melhor execucéao: seed 1778719796 (erro = 18.3028) melhor execucéo: seed 1778749666 (erro = 36.7862) melhor execucéo: seed 1778663936 (erro = 38.4079)
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Apresenta-se a seguir o melhor modelo obtido pela Evolucdo Diferencial no ABCD,
correspondente a cinética de Hill (erro 6,76). Os modelos obtidos com as cinéticas de Michaelis-Menten

e Goldbeter-Koshland estio disponiveis no Apéndice 9.

A figura 6.4 apresenta os melhores ajustes da Evolugdo Diferencial no ABCD. Em (a), a
cinética de Hill obteve o melhor resultado de todo o experimento no problema ABCD: erro de
6,76, com as curvas simuladas praticamente sobrepostas aos dados de referéncia em todas as
variaveis. Esse resultado demonstra que a ED com Hill € capaz de ajustar com alta precisao a
dinamica transiente do ABCD. Em (b), a Michaelis-Menten estabilizou em erro de 36,68 em

todas as execugdes, 0 mesmo patamar da EE com a mesma cinética (minimo 36,79): as curvas
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capturam s6 a forma geral das trajetdrias e ndo reproduzem as oscilacdes amortecidas, como
esperado de um modelo sem cooperatividade. Em (c), Goldbeter-Koshland apresentou erro
de 38,37, resultado compardvel ao da EE na mesma cinética de 38,41, indicando que nesse caso

os dois algoritmos convergiram para solucdes de qualidade semelhante.

Figura 6.4 — Melhores ajustes da ED: (a) Hill, (b) Michaelis-Menten, (c) Goldbeter-
Koshland para ABCD

Melhores ajustes — Evolugao Diferencial (DE) - Problema ABCD

Dados do problema —— Gerado pelo cédigo
(a) Hill (b) Michaelis-Menten (c) Goldbeter-Koshland
melhor execucéao: seed 1778663936 (erro = 6.7569) melhor execucéao: seed 1778578247 (erro = 36.6836) melhor execucéao: seed 1778749666 (erro = 38.3653)
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6.3 Analise Comparativa

A andlise conjunta dos resultados obtidos nos problemas GRN5 e ABCD permite
identificar padrdes de comportamento que ndo sio evidentes na avaliacdo isolada de cada cendrio.
Os resultados sdo discutidos sob trés perspectivas: a influéncia do algoritmo evolucionista, o
impacto da cinética e o custo computacional, sendo este ultimo tratado como um frade-off em

relagcdo a qualidade do ajuste.

Em relacdo ao algoritmo, a Evolucdo Diferencial apresentou desempenho superior a

Estratégia Evolutiva nos dois problemas e nas trés cinéticas avaliadas. No problema GRNS, a ED
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com cinética de Hill registrou minimo de 14,40 e mediana de 15,70, enquanto a EE com a mesma
cinética obteve mediana de 25,36 (Tabela 6.3). No problema ABCD, a diferenca foi ainda mais
acentuada: a ED com Hill convergiu para o valor de 6,76 em todas as dez execucdes, com desvio
padrdo nulo, enquanto a EE registrou mediana de 25,62 e desvio padrdo de aproximadamente 4,6
(Tabela 6.7). A maior dispersao dos resultados da EE entre execucdes independentes, observada
nos dois problemas, indica menor estabilidade de convergéncia em comparacio a ED. Os ajustes
obtidos podem ser verificados visualmente nas Figuras 6.1 e 6.2 para o GRNS e nas Figuras 6.3
e 6.4 para o ABCD. Cabe ressaltar que a variante de EE adotada neste trabalho, o esquema (11, A)
com auto-adaptacdo lognormal, representa apenas uma das possibilidades dentro da familia
das estratégias evolutivas. Variantes mais sofisticadas, como o CMA-ES (Covariance Matrix
Adaptation Evolution Strategy), adaptam a matriz de covariancia das mutagdes ao longo da busca,
o que tende a produzir convergéncia mais eficiente em espacos de alta dimensionalidade. Dessa
forma, faz-se necessdria uma investiga¢ao mais aprofundada considerando técnicas mais robustas

de EE antes de estabelecer conclusdes definitivas sobre a superioridade da ED nesse contexto.

Quanto a cinética, os resultados indicam que a escolha do modelo continuo impde
limitacdes estruturais independentes do algoritmo empregado. A cinética de Hill produziu os
menores erros nos dois problemas, seguida pela cinética de Goldbeter-Koshland. A Michaelis-Menten
apresentou os piores resultados em todos os cendrios, com erros estabilizados em torno de 87
no GRNS5 e de 37 no ABCD (Tabelas 6.3 e 6.7), sem melhora relevante entre execucdes. Esse
comportamento € consistente com a auséncia do expoente de cooperatividade na formulagao
hiperbdlica, o que impede a representacdo de transi¢des abruptas entre estados, caracteristicas

das redes de regulacdo génica investigadas.

O custo computacional variou de forma expressiva entre as cinéticas, conforme registrado
nas Tabelas 6.4 e 6.8. A Michaelis-Menten apresentou 0os menores tempos de execucao em
todos os cendrios, e a Goldbeter-Koshland os maiores, chegando a medianas de varias horas
tanto na EE quanto na ED. A cinética de Hill ocupou posicao intermedidria. Essa diferenca
de custo computacional estd diretamente associada a quantidade de coeficientes numéricos
que cada cinética introduz no modelo: quanto maior o nimero de parametros a otimizar,
maior o tamanho da populagdo e, consequentemente, o nimero de integracdes numéricas do
sistema de EDOs realizadas por geragdo, essa operacdo que representa a parcela dominante do
tempo de execugdo. A Michaelis-Menten, com o menor nimero de parametros por interagao,

exige populacdes menores € menos avaliagdes; a Goldbeter-Koshland, com trés parametros
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por interacdo regulatdria, impde o maior custo. Esse padrdo é consistente com os valores
registrados nas Tabelas 6.4 e 6.8. Considerando o trade-off entre tempo e qualidade do ajuste, a
Michaelis-Menten nao se mostrou competitiva, pois seu baixo custo ndo compensou a qualidade
insuficiente. A Goldbeter-Koshland, por sua vez, impds elevado custo sem superar a cinética
de Hill em termos de erro. A ED foi consistentemente mais lenta que a EE, porém com ganhos

expressivos de qualidade e estabilidade, o que justifica seu custo adicional nas cinéticas de Hill e

Goldbeter-Koshland.

De forma geral, a combinagdo entre Evolucdo Diferencial e cinética de Hill foi a
que produziu os melhores resultados nos dois problemas, com menor erro de ajuste, maior
estabilidade entre execucdes e custo computacional intermedidrio. Esses resultados fundamentam

as conclusdes apresentadas no capitulo seguinte.
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7 CONCLUSAO E TRABALHOS FUTUROS

Este trabalho investigou a transformacao de modelos Booleanos de redes de regulacdo
gé€nica em modelos continuos, contribuindo com a extensao da metodologia de conversao
para além da cinética de Hill, incorporando também as cinéticas de Michaelis-Menten e de
Goldbeter-Koshland, e a determinagdo automatica dos coeficientes numéricos do modelo por
meio de computagdo evolucionista, comparando a Estratégia Evolutiva e a Evoluc¢do Diferencial.

As abordagens foram validadas em dois problemas de referéncia, o GRNS e o ABCD.

Retomando a pergunta que orientou a pesquisa, € possivel obter modelos continuos
fiéis a dinamica das redes a partir das representacdes Booleanas, desde que a cinética escolhida
seja suficientemente expressiva. Nesse aspecto, a cinética de Hill foi a que melhor reproduziu
as dindmicas dos dois problemas, por incorporar o expoente de cooperatividade necessario
para representar as transi¢oes entre os estados. A cinética de Goldbeter-Koshland mostrou-se
capaz de recuperar o comportamento das redes, mas a um custo computacional maior, sem
oferecer ganho de fidelidade que o justifique. J4 a cinética de Michaelis-Menten, embora a
mais econdmica, revelou-se estruturalmente inadequada para as dindmicas trabalhadas, falhando
de forma consistente independentemente do algoritmo de otimizagdo, o que evidencia que a

limitacdo € da formulacdo da prépria cinética, € ndo do método de busca.

Quanto a técnica de otimizagdo, a Evolu¢do Diferencial superou a Estratégia Evolutiva
nos dois problemas, entregando ajustes de menor erro e com maior estabilidade entre as
execugoes independentes. Esse ganho veio acompanhado de tempos de execu¢do mais elevados,
configurando uma relagdo de precisdo e custo. Ainda assim, a combinagdo entre ED e cinética
de Hill destacou-se como a mais adequada ao problema de identificagc@o investigado, por reunir
0 menor erro, a maior consisténcia entre execucgdes € um custo computacional intermedidrio.
Conclui-se, portanto, que a expressividade da cinética e a robustez do otimizador atuam de forma
complementar: a cinética define o limite de fidelidade que o modelo pode alcancgar, enquanto
o algoritmo de otimizacdo determina quao proximo desse limite a busca consegue chegar de
maneira confidvel. Cabe destacar que a comparacao foi restrita a dois algoritmos evolutivos
em razdo das limitacdes de tempo inerentes ao escopo deste trabalho; a inclusdo de outras
abordagens, como algoritmos de enxame de particulas ou métodos de otimizagdo bayesiana,

constitui uma direc¢do natural para investigagdes futuras.

Durante o desenvolvimento deste trabalho, algumas questdes ficaram em aberto e
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merecem atencao em investigacoes futuras. No que diz respeito aos algoritmos de otimizagao,
a variante de EE adotada, embora funcional, ¢ uma das mais simples dentro dessa familia, e
seria interessante verificar se versdes mais sofisticadas, como o CMA-ES, conseguem reduzir
a diferenca de desempenho em relacao a ED. Ampliar os problemas de validagdo para redes
com mais genes e interagdes também se mostra relevante, pois tornaria 0s experimentos mais
proximos de situacdes bioldgicas reais e revelaria como as abordagens se comportam quando o
numero de coeficientes a determinar cresce de forma mais expressiva. Uma limitagdo pratica que
ficou evidente ao longo dos experimentos foi o tempo de execugdo: como a integragdo numérica
das EDOs domina o custo computacional, explorar estratégias de paralelismo na avaliacao da

funcdo objetivo seria um passo concreto para tornar a abordagem vidvel em escalas maiores.
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8 MODELOS CONTINUOS COM COEFICIENTES IDENTIFICADOS PARA

GRNS

Este apéndice reune os pardmetros identificados e as equacdes dos modelos continuos

que ndo correspondem ao melhor resultado de cada algoritmo no problema GRNS. Os modelos

estdo organizados por algoritmo e cinética.

Estratégia Evolutiva — cinética de Hill

Tabela 8.1 — Parametros do modelo EE - GRNS - Hill.

T4 =1,4430 kap =0,4638 nap=3 V4 =1,076
78 =1,9079 kpa=04822 npsa=5 Vp=1,002
70 =1,5529 kep =04164 nep=2 Vo =1,132
™ =3,8695 kpc =0,7567 npc =10 Vp =1,249
T =1,4524 kpp =0,5350 ngpp=3 Vg =20,806

kgp =0,5624 ngp =2

kEE = 071800 N = 10

Fonte: Elaborado pelo autor.

AN, 1 N},
= 1076 (1— ——E ) —N
dt 14430 ( ’ ( N2 + 0,46383) A)
dNp 1 N3
= 1,002 —A4 N
At~ 1,9079 ( 7T NG 40,4822 B)
dN¢ 1 N3
= 1132 ———B N,
dt — 1,5529 ( ’ NZ +0,41642 C)
dNp 1 N
= 1,249 - ~N
dt— 3,3695 ( NS Fo,75670 0 P
AN 1 N2 N3 N1
= = 0,806 - ~—5——2 —L2 4 F ~ Ng
dt 14524 N2, +0,56242 \ N3 4 0,53503 '~ N0+ 0,180010

Estratégia Evolutiva — cinética de Michaelis-Menten

Tabela 8.2 — Parametros do modelo EE - GRNS5 - Michaelis-Menten.

T4 =1,7400 Kn(EA)=0,0932 V,(A)=3696
75 =18738 K (AB) =0,9794 V,,(B) = 1,629
7o =2,0684 K,,(BC)=09968 V,(C)=1810
D =2,9805 K,,(CD)=0,7888 V(D) = 1,360
75 =1,1692 K,(BE)=09989 V,,(E)=2,050
Knm(DE) = 0,9861
Km(EE) = 0,8925

Fonte: Elaborado pelo autor.

8.1)
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dNA 1 NE
3696 (1 - —2 ) - N
dt 1,740 ( ’ ( Ng +0,0932) A)
dNp 1 Ny
= 1629 ——4 N
dt — 18738 ( T N4 40,9794 B)
dNg 1 N
= 1,810- —— 2 _ N, 8.2
dt — 2,0684 ( 7 N + 0,9968 C) 82)
dND 1 NC
= 1,360 —— < _ N
dt — 2,9305 ( " Ne 40,7888 D)
AN 1 N N N
B 2,050 - D L b — Ng
dt 11,1692 Np +0,9861 \ Ng +0,9989 ' Ng + 0,8925

Estratégia Evolutiva — cinética de Goldbeter-Koshland

Tabela 8.3 — Parametros do modelo EE - GRNS5 - Goldbeter-Koshland.

74 =1,5987 254 =0,7912 Jlga =0,0017 J2g4 = 0,0320
75 =1,2316 245 =1,3370 Jlap =0,0186 J245 = 0,7224
7o =25127 v2pc=09112 Jlgc =0,0306 J2pc = 0,5688
T =2,8938 v2cp = 0,5497 Jlep = 0,2523 J2cp = 0,2882
T =0,5921 v25p = 1,2509 Jlgg =0,9080 J2g5p = 0,6308

v2pp = 0,1100 Jlpg = 0,3660 J2pp =0,4112

v2pp = 1,1878 Jlpp =0,0352 J2gpk = 0,4556

Fonte: Elaborado pelo autor.

onde BXY = UQXY — Nsrc(l — J2xy) + U2XY Jlxy, com:

Bra =0,7925 — 0,9680 Ng, Bap =1,3619 — 0,2776 Ny4,

Bpc =0,9391 — 0,4312 Np, Bep = 0,6884 — 0,7118 N¢,
Bpg = 2,3867 — 0,3692 Np, Bpg = 0,1503 — 0,5888 Np,

Bpp = 1,2296 — 0,5444 Np



dN4 1 - 0,0640 Ny

dat 1,5987 Bpa+ /B%, —0,1280 (0,7912 — Ng) Ng
dNp 1 1,4448 N4

dt 1,2316 \ Bag + /B35 — 2,8896 (1,3370 — Na) Na
dNe 1 1,1376 N

dt 2,5127 \ Bgc + /B3 — 2,2752(0,9112 — Ng) Np
dNp 1 0,5764 N¢

dt 28938 \ Bep + /B2, — 1,1528 (0,5497 — N¢) Ne
dNg 1 0,8224 N,

dt 05921\ Bpy + /B3, — 1,6448 (0,1100 — Np) Np

1,2616 N
Bgp + /B%, —2,5232(1,2509 — Ng) Np

0,9112 Ng
+ — Ng
Bgg + /B%, —1,8224 (1,1878 — Ng) Ng

Evolucao Diferencial — cinética de Hill

Tabela 8.4 — Parametros do modelo ED - GRNS - Hill.

74 =18400 kap=0/7123 nsp=20 Vu=10875
75 =19260 kpa=0,7855 npa=3 Vp=16637
70 =1,1623 kep=10000 nep=1 Vo =1,8835
Tp = 2,9566 kpc =0,8907 npc=3 Vp = 2,0000
75 =0,8791 kpp=0,1607 npp =25 Vg=11227
kgp =0,6688 ngp =1
kEE = 1,0000 N — 2
Fonte: Elaborado pelo autor.
dN 4 1 N2
= 1,0875 (1 — ~ N
At 1,3400 ( ’ < N2 4 (,712320 4
dNp 1 N3
= 1,6637 ——— 4 N
dt— 1,9269 ( ’ N3 +0,78553 ~©
dNC 1 NB
18835 — 2 _ N\,
dt — 1,1623 ( ’ Ng + 1,0000 C)
dNp 1 N,
= 2,0000 ———C N
dt — 2,9566 ( ’ N2 +08907% 7
dN 1 N NZ N2
E_ 1,1227 2 2 + L
dt ~— 0,8791 Np +0,6688 \ NZ +0,1607% = NZ + 1,00002

)
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Evolucao Diferencial — cinética de Michaelis-Menten

Tabela 8.5 — Parametros do modelo ED - GRNS - Michaelis-Menten.

T4 =1,7636 K, (EA)=0,0820 Vp,(A)=4,142
78 =1,8955 K, (AB) =0,9990 V,,(B) = 1,652
7o = 2,1678 K, (BC) =0,9990 V,,(C) = 1,815
0 =2,8315 K,,(CD) = 0,9990 V,,(D) = 1,561
75 =1,1614 K,,(BE) =0,9990 V,,(E)=2,142
Km(DE) = 0,9990
Kn(EE) = 0,9990
Fonte: Elaborado pelo autor.
dNA 1 NE
= 4142 (1-—E£ )N
dt ~ 1,7636 ( ’ ( Np + 0,0820) "‘)
dNp 1 N4
= 1652 — 24 _ N
dt — 1,8955 ( 7T N4 +0,9990 B)
dNC 1 NB
= 1815 — 2 ___ _ N,
dt 21678 ( 7T Np 40,9990 C)
dND 1 NC
= 1,561 ——< N
dt — 2,8315 ( ’ Nc + 0,9990 D)
AN 1 N N N
E - 2,142 . D B + = — Ng
dt — 1,1614 Np +0,9990 \ N +0,9990 ' Npg + 0,9990

Evolucao Diferencial — cinética de Goldbeter-Koshland

Tabela 8.6 — Parametros do modelo ED - GRNS5 - Goldbeter-Koshland.

74 = 1,5867
5 = 1,5726
To = 2,2173
b = 1,9709
75 = 1,9200

v2pa = 0,8079
v2p = 1,3476
v2pc = 0,8664
v2cp = 1,3374
v2pg = 0,1863
v2prp = 1,1380
v2gg = 0,0555

J1lga = 0,0010
J1ap = 0,0019
Jlpgo = 0,0845
J1lcp = 0,0019
J1gp = 0,4668
Jlpg = 0,5828
J1lgg = 0,5558

J254 = 0,0338
J245 = 0,6728
J2pc = 0,7133
J2cp = 0,5845
J2pE = 0,7228
J2pg = 0,9317
J25E = 0,7191

Fonte: Elaborado pelo autor.

onde BXY = ?JQXY — Nsrc(l — J2xy) + UQXY Jlxy, com:

73

(8.4)



74

Bpa = 0,8087 — 0,9662 Ny, Bap = 1,3502 — 0,3272 Ny,
Bpe = 0,9396 — 0,2867 N, Bep = 1,3399 — 0,4155 N,
Bpp = 0,2733 — 0,2772 Np, Bpr = 1,8013 — 0,0683 Np,

Brr = 0,0864 — 0,2809 Ng

aNa_ 1 [, 0,0676 N o
dt 15867 Bpa+\/B%, — 0135203079 — Ng) Ng

dNg 1 1,3456 N4 N
dt 15726 \ Bup + /B3, — 2,6012 (1,3476 — Na) Na
iNe 1 1,4266 N N
dt 22173 \ Byo + /Bhe — 2.8532 (0,8664 — Ng) Ng
dNp, 1 1,1690 N o
dt 19709 \ Bop + /B2y — 2,3380 (1,3374 — No) Ne:
dNg 1 1,8634 Npp
dt  1,9200\ Bpg + /B3 — 3,7268 (1,1380 — Np) Np
1,4456 N
Bpp + /B%, —2,8912(0,1863 — Np) Np

1,4382 N
+ — Ng
Bgg + /B2, — 2,8764 (0,0555 — Ng) Ng
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9 MODELOS CONTINUOS COM COEFICIENTES IDENTIFICADOS — PRO-
BLEMA ABCD

Este apéndice reune os pardmetros identificados e as equacdes dos modelos continuos
que ndo correspondem ao melhor resultado de cada algoritmo no problema ABCD. Os modelos

estdo organizados por algoritmo e cinética.

Estratégia Evolutiva — cinética de Hill

Tabela 9.1 — Parametros do modelo EE - ABCD - Hill.

T4 =1,3673 kpa=08899 npp=4 Vp=>5,8415
8 =4,0293 kpp =0,5512 npp =3 Vo = 3,4498
0 =3,6092 kop =0,9836 nep=3 Vp=1,0729
p = 0,5008 kpo =0,2181 npc=1

Fonte: Elaborado pelo autor.

AN, 1—N,4
dt — 1,3673
dNg N4 N3,
= 5,8415 - : ~N
dt — 4,0293 ( ’ N4 +0,8899¢ N3 4055128 7

dNe _ 3,4498 b — N,
dt — 3,6092 7 N3 40,9836 €

dNp 1 Ne
= 10729 (1- ——% ) - N
dt— 0,5008 ( ’ < Ng +O,2181) D)

Estratégia Evolutiva — cinética de Michaelis-Menten

9.1)

Tabela 9.2 — Parametros do modelo EE - ABCD - Michaelis-Menten.

T4 =09992 K, (BA)=0,6598 V,,(B)=239365
78 =1,6295 K,,(BD)=0,9990 V,,(C)= 14811
70 =1,7122 K,(CB) =0,9961 V,,(D) = 2,5504

p = 1,3286  K,,(DC) = 0,0732

Fonte: Elaborado pelo autor.




ANy 1—Ny
dt  0,9992
dNg 1 Ny Np
= 3,9365 - . - N
dt 1,6295 ( ' N4 +0,6598 Np + 0,9990 B)
dNe _ 1 1,4811~L—NC
dt 1,7122 Ng +0,9961
dNp

1 Ne
= 25504 (1—- ——< ) —N
dt — 1,3286 ( ’ ( Ng +0,0732> D)

Estratégia Evolutiva — cinética de Goldbeter-Koshland

Tabela 9.3 — Parametros do modelo EE - ABCD - Goldbeter-Koshland.

T4 = 4,5432
75 = 3,5014
7o = 4,8452
7D = 0,5567

v244 = 1,0532
w245 = 1,1325
v24p = 1,4733
v2pc = 0,4607
v2pp = 0,9587
v204 = 0,9256
v2¢p = 0,3671
v2pa = 1,4661
U2DD = 1,4976

J1aa = 0,7276
J1lap = 0,0953
J1ap = 0,0063
Jlpe = 0,5776
J1lgp = 0,0013
Jlca = 0,1372
Jlep = 0,3719
J1pa = 0,0011
Jlpp = 0,8834

J244 = 0,7805
J24p = 0,7765
J24p = 0,1547
J2pc = 0,7266
J25p = 0,4019
J2c4 = 0,1378
J2¢p = 0,0967
J2pa = 0,3274
J2pp = 0,0010

Fonte: Elaborado pelo autor.

onde GKxy = GK(Nyiera(xv): V2xv, J1xy, J2xv).

dNy 1

At 4,5432

+ GKaa(l — GKag) - GKap — NA>

dNg 1
dt  3,5014
dNC . 1
dt  4,8452
dNp 1
dt  0,5567

Evolucao Diferencial — cinética de Hill

(1 — GKpe +GKgp —NB)

(GKep +1— GEeu — Ne)

(1= GKar)(1 = GKap) + GKap(l = GKap)

((1 = GKpa)(1 —GKpp) — Np)

Tabela 9.4 — Parametros do modelo ED - ABCD - Hill.

74 = 0,9993
75 = 5,0000
o = 5,0000
D = 0,3511

kpa = 0,0014
kpp = 0,9990
kop = 0,9990
kpc = 0,4041

npa = 6,5647
npp = 1,6828
nep = 3,4978
npc = 3,0033

Vi = 4,5047
Ve = 4,5179
Vp = 1,0243

Fonte: Elaborado pelo autor.
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dNa 11— Ny
dt  0,9993
e s * - B
dt 5,0000 Nﬁ S64T 1 ),00146:5647 N})’6828 + 0,99901,6828
ANg 34978 9.3)
= 4,5179 - —15= — Ne
dt 5,0000 N 1 0,99903:4978
dNp 1 N3
= 1,0243 | 1 — — N
dt 0,3511 < ’ ( NZD3 () 40413003 b
Evolucao Diferencial — cinética de Michaelis-Menten
Tabela 9.5 — Parametros do modelo ED - ABCD - Michaelis-Menten.
T4 =0,9993 K,,(BA)=0,9990 V,,(B)=4,743
8 =1,5349 K,,(BD)=10,9990 V,,(C)=1,483
7o =1,7422 K,,(CB) =0,9990 V,,(D) = 2,565
p =1,3314  K,,(DC) = 0,0726
Fonte: Elaborado pelo autor.
ANy  1— Ny
dt — 0,9993
dN 1 N N
B _ 4,743 4___, 2 — Nj
dt 1,5349 Ny +0,9990 Np + 0,9990
9.4)
dN¢ 1 Ng
= 1,483 - ————  — N¢
dt 1,7422 Ng + 0,9990
dND 1 NC

= 2565 (1———c )| =N
dt 1,3314(’ ( Nc+0,0726) D)

Evolucao Diferencial — cinética de Goldbeter-Koshland

Tabela 9.6 — Parametros do modelo ED - ABCD - Goldbeter-Koshland.

Ta4 =4,2041 0244 =1,2450 Jlaa =0,0939 J244 = 0,4856
T =2,5554 v24p =0,3375 Jlap =05458 J245 = 0,5811
To=42181 v24p = 1,1347 Jlap = 0,8612 J24p = 0,0010
7D = 04826 12pc = 0,5339 Jlpc =0,1696 J25c = 0,5496
v25p = 0,7346  Jlgp = 0,1850 J2pp = 0,6597
v204 = 0,6704  Jlog = 0,6445 J2c4 = 0,6085
v2cp = 1,0696 Jlop = 0,2888 J2cp = 0,7028
v2pa =0,8729 Jlpa =0,0455 J2pa = 0,0016
v2pp = 1,2291  Jlpp = 0,6885 J2pp = 0,0010

Fonte: Elaborado pelo autor.

onde GKxy = GK(Ny tewa(xv); V2xv, J1xy, J2xv).



AN,

78

1

dt

dNp

4,2041 <(1 — GEaa)(1 = GKap) + GEap(1 = GKap)

+GKAA(1_GKAB)'GKAD—NA>

1
(1 _GKBC+GKBD —NB)

.

dNg

2,5554
1

a

AN

4.2181 (GKCD +1-— GKCA — NC)

1

at
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